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基于迁移学习的胃镜图像识别模型的构建及其在胃癌诊断中的应用
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[摘要] 目的 采用迁移学习技术构建胃镜图像识别模型，探讨其对胃癌的诊断价值。方法 收集 2 001 例胃

癌、2 119 例胃溃疡、2 168 例慢性胃炎患者的普通清晰白光胃镜图像，将其分为训练集图像组（1 851 例胃癌、1 969 
例胃溃疡和 2 018 例慢性胃炎图像）和测试集图像组（胃癌、胃溃疡及慢性胃炎各 150 例图像）。选择在 ILSVRC 
（ImageNet Large-Scale Visual Recognition Challenge）赛中的冠军模型 VGG19、ResNet50 和 Inception-V3 作为预训练

模型，将其改造后进行模型训练，用训练集图像训练上述 3 个模型，用测试集图像对模型进行验证，整个模型训练

过程分成预训练和微调 2 个步骤。结果 在 3 个模型中，ResNet50 模型验证准确度最高，对胃癌、胃溃疡及慢性胃

炎的诊断准确度分别达 93%、92% 及 88%。结论 基于迁移学习技术，利用 ResNet50 模型建立的胃镜图像识别软

件模型可以较准确地区分胃癌与良性胃疾病（胃溃疡和慢性胃炎）。
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Construction of gastroscopic image recognition model based on transfer learning and its application in gastric 
cancer diagnosis
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[Abstract]　Objective　To construct a gastroscopic image recognition model based on transfer learning and to explore 
its diagnostic value for gastric cancer. Methods The clear white-light gastroscopic images from 2 001 gastric cancer 
patients, 2 119 gastric ulcer patients and 2 168 chronic gastritis patients were collected. All these images were divided into 
training set image group (1 851 gastric cancer, 1 969 gastric ulcer, and 2 018 chronic gastritis) and testing set image group 
(150 gastric cancer, 150 gastric ulcer, and 150 chronic gastritis). Champion models VGG19, ResNet50 and Inception-V3 
in ImageNet Large-Scale Visual Recognition Challenge (ILSVRC) competition were used as pre-trained models. These 
models were revised for model training. The training set images were assigned to train the above 3 models, and the testing 
set images were assigned to validate the models. The whole training process was divided into 2 steps (pre-training and fine-
tuning). Results It was found that ResNet50 ranked No.1 in terms of testing accuracy. Its diagnostic accuracy for gastric 
cancer, gastric ulcer and chronic gastritis reached 93%, 92% and 88%, respectively. Conclusion Based on transfer learning, 
the gastroscopic image recognition software model constructed by ResNet50 model can more accurately differentiate gastric 
cancer from benign gastric diseases (gastric ulcer and chronic gastritis).  
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胃癌是最常见的消化道恶性肿瘤之一，其

患病率和死亡率均居于恶性肿瘤前列，全球每

年约有  70  余万人死于胃癌 [1 ]。我国是胃癌高

发区，胃癌的患病率和死亡率在恶性肿瘤中排

名仅次于肺癌，居第  2 位；据  2015 年统计数

据，我国每年新发胃癌病例约 65 万，每年约有  
50 万患者死于胃癌[2]。因此，胃癌的有效防治是亟

需解决的重大医学问题。



书书书

　　 　

　　 　 　　　 　 　　　 　

第二军医大学学报　   2019 年 5 月，第 40 卷· 484 ·

胃癌恶性程度高，早期易被忽略，多数胃癌

患者就诊时已处于中晚期，故预后差，如能早期诊

断和治疗可明显改善预后。目前，胃癌诊断主要依

赖胃镜结合组织病理学检查，但对早期胃癌的诊断

率不高[3-4]，即使采用蓝色激光成像等先进的内镜

诊断技术，胃癌的诊断率仍不理想。

人工智能（artificial intelligence，AI）是通过

计算和模拟实现人类的学习行为，以获取新的知

识或技能，并重新组织已有知识结构使之不断自

我进化。机器学习是 AI 的一种实现方法，它是 

AI 的核心，是研究关于学习算法的学问。机器学

习常见的算法包括监督学习、无监督学习、半监

督学习、强化学习、深度学习、迁移学习等，其

中迁移学习可以把为一个任务开发的模型重新用

在另一个不同的任务中，并作为另一个任务模型

的起点。迁移学习是一种优化方法，是节省时间

或获得更好性能的捷径，它可以解决小数据问题

和个性化问题，可应用于生物基因检测[5]、疾病预

测 [5]、图像识别[6]等领域。

近年，AI 技术被应用于如肺癌[7]、皮肤癌[8]和

糖尿病视网膜病变[9]等疾病的诊断，并显示出优异

的诊断性能。本研究通过收集电子胃镜检查的早期

及进展期胃癌、胃溃疡和慢性胃炎的普通清晰白光

胃镜图像，基于迁移学习方法构建胃镜图像识别模

型，并探讨其对胃癌的诊断价值。

1 材料和方法

1.1 图像资料 收集 2010 年 1 月至 2018 年 4 月

在暨南大学附属第一医院内镜中心行电子胃镜检

查的患者普通清晰白光胃镜图像。纳入标准： 

（1）早期胃癌图像；（2）进展期胃癌图像；

（3）胃溃疡图像；（4）慢性胃炎图像。排除标

准：（1）急性胃炎图像；（2）胃息肉和其他胃

疾病图像。上述疾病的诊断均通过组织病理学，

超声内镜、增强计算机断层扫描（computered 

tomography，CT）或磁共振成像（magne t ic 

resonance imaging，MRI）等影像学检查确诊。纳

入病例均自愿签署知情同意书。最终共纳入早期胃

癌图像 420 例，进展期胃癌图像 1 581 例，胃溃疡

图像 2 119 例，慢性胃炎图像 2 168 例。

1.2 方法

1.2.1 迁移学习的基本概念 迁移学习主要包含域

和任务的概念。每个域 D 由特征空间 χ 以及边缘

概率分布 P(X) 组成，且 X＝{x1, x2,……, xn}∈χ 。例

如，如果任务是文档分类，那么每一个单词则可

以表示为二进制特征，X 是所有单词的特征空间， 

xi 是第 i 个单词的二进制特征。给定一个域 D＝{χ, 

P(X)}，一个任务 T 则可以由一个标签空间 y 以及一

个目标函数 fT (·) 组成。此目标函数可以通过训练

集中带有标签的数据训练得到，然后用来预测新的

数据标签。从概率角度看，此目标函数可以表示为

条件概率分布的形式 P(y|X) ，对于二分类来说即真

或假。给定一个源域 Ds ，一个原任务 Ts ，一个目

标域  Dt，一个目标任务 Tt ，迁移学习的目的就是在 

Ds ≠ Dt、Ts ≠ Tt 的情况下，借助源域和原任务提

高目标函数 fT (·) 在目标域的分类结果。本研究就

是利用现有模型在公开的数据集上训练得到预训练

模型，然后将此预训练模型迁移到胃镜图像的分类

任务上。

1.2.2 迁移学习算法流程 本研究的迁移学习算法

流程主要包括以下 4 个步骤。（1）获取胃癌、胃

溃疡及慢性胃炎的胃镜检查图像。（2）去除图像

背景噪声：将获取图像周围的黑边框去掉，对图

像进行简单处理，避免噪声干扰。（3）数据归一

化：将图像作局部归一化，使所有图像的色调统

一，去除由光线问题而产生的噪声。（4）数据扩

增：解决获取的胃镜图像样本量不足的问题，本研

究采用旋转、放大等方法进行数据扩增。算法流程

中的去除图像背景噪声、数据归一化和数据扩增统

称为数据预处理。以上 4 个步骤完成后开始模型训

练，即将预处理图像输入模型。

1 . 2 . 3  模型设计  选择在过去几年  I L S V R C

（ImageNet  Large-Scale Visual  Recognit ion 

C h a l l e n g e ）赛中的冠军模型  V G G 1 9 [ 1 0 ]、

ResNet50[11]和 Inception-V3[12]作为预训练模型。

由于这 3 个模型原来是用于 1 000 个以上的分类

模型，而本研究只有  3 个分类，因此本研究首

先将其顶层完全连接层及其参数删除，其他层的

参数保留，然后在此基础上构建胃镜图像识别模

型。VGG19 模型有 19 层，分为 5 组，每组均有
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几个卷积层，并被1 个池化层分开；通过减少卷

积核的大小，同时增加卷积层的数量来增强模型

的学习能力[10]。ResNet50 模型有 50 层，其基本

结构是大小不同的各式各样的残余块，这些残余

块利用特征性映射，大大缓解了梯度消失问题，

但其带来的结果是网络的参数量可能会增多[11]。

Inception-V3 模型有 22 层，堆叠了几个不同卷

积核大小的卷积层，大大减少了参数的数量，增

加了网络的宽度[12]。为避免数据不一致导致实验

结果的错误，本研究相关实验设置中网络使用相

同的数据格式，即所有网络输入图像的文件格式

均为 JPG，分辨率均为 224×224。本研究利用 

Python 版的 Keras 2.1.0 实现网络结构的构建，

3  个模型的网络结构如图 1 所示。

整个模型训练过程分成预训练和微调 2 个步

骤，每个步骤均迭代训练 100 次。在预训练和微调

过程中，每个步骤又分为训练和验证阶段。在训

练阶段，使用预处理后的训练集图像（1 851 例胃

癌、1 969 例胃溃疡和 2 018 例慢性胃炎图像）训

练 3 个迁移学习模型；在验证阶段，使用独立测试

集图像（胃癌、胃溃疡及慢性胃炎各 150 例图像）

验证模型，此组图像仅做去除图像背景噪声、数据

归一化的数据预处理，不做数据扩增处理。为便于

观察 3 种模型的收敛速度，我们显示了 VGG19、

ResNet50、Inception-V3 模型在预训练（图 2）中

和微调（图 3）后每次迭代的准确性（accuracy）

和损失值（loss）曲线；此外，还显示了 VGG19、

ResNet50、Inception-V3 模型在预训练中每次迭

代的准确度、灵敏度、F1 分数 3 个指标的验证

变化曲线（图 4），以及 VGG19、ResNet50、

Inception-V3 模型在微调后每次迭代的准确度、灵

敏度、F1 分数 3 个指标的验证变化曲线（图 5）。

图 1 3 种模型的网络结构

Fig 1 Network structure of 3 models
A: VGG19 model; B: ResNet50 model; C: Inception-V3 model. X: Number of network layers for a specific layer
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图 2 3 个模型的预训练结果

Fig 2 Pre-training results of 3 models
A: Training accuracy of the 3 models suggests that ResNet50 has the best accuracy; B: Training loss of the 3 models indicates that the 

loss of ResNet50 is minimal; C: Validation accuracy of the 3 models suggests that ResNet50 has the best accuracy; D: Validation loss 

of the 3 models indicates that the loss of ResNet50 is minimal, and the loss of VGG19 is greater than that of the other 2 models  

图 3 3 个模型的微调结果

Fig 3 Fine-tuning results of 3 models
A: Training accuracy of the 3 models indicates that ResNet50 and VGG19 have high accuracy; B: Training loss of the 3 models 

indicates that the loss of ResNet50 and VGG19 is relatively small; C: Validation accuracy of the 3 models indicates that ResNet50 is 

the most accurate; D: Validation loss of the 3 models indicates that the Inception-V3 loss is minimal, while the VGG19 loss is greater 

than that of the other 2 models 

2 结 果

2.1 VGG19 模型验证结果 VGG19 模型在预训练

阶段和微调阶段的验证结果见表 1。从表中可以

看出，VGG19 模型在微调后对胃癌及良性胃疾病

（胃溃疡和慢性胃炎）的图像识别性能均有所提

高。微调后的 VGG19 模型对胃癌、胃溃疡和慢性

胃炎 3 类疾病分类的平均准确度、灵敏度、F1 分
数均为 89%，说明此模型的稳健程度较强，分析

结果可靠。
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图 4 验证集图像在预训练中 3 个指标的变化曲线

Fig 4 Changing curves of 3 indexes of validation set images in pre-training process
A: Precision; B: Sensitivity; C: F1-score. GC: Gastric cancer; GU: Gastric ulcer; CG: Chronic gastritis  
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图 5 验证集图像在微调后 3 个指标的变化曲线

Fig 5 Changing curves of 3 indexes of validation set images after fine-tuning
A: Precision; B: Sensitivity; C: F1-score. GC: Gastric cancer; GU: Gastric ulcer; CG: Chronic gastritis 
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表 1 VGG19 模型在预训练阶段和微调阶段的验证结果

Tab 1 Validation results of VGG19 model in pre-training stage and fine-tuning stage
                                                    % 

Index 
Pre-training stage Fine-tuning stage

GC GU CG Average value GC GU CG Average value
Precision 90 81 89 87 92 85 90 89
Sensitivity 87 83 91 87 89 83 95 89
F1-scorea 89 82 90 87 90 84 93 89

a: F1-score＝2×TP/(2×TP＋FP＋FN). TP: True positive rate; FP: False positive rate; FN: False negative rate. GC: Gastric 
cancer; GU: Gastric ulcer; CG: Chronic gastritis

2.2 ResNet50 模型验证结果 ResNet50 模型在预

训练阶段和微调阶段的验证结果见表 2。从表中可

以看出，ResNet50 模型在微调后对胃癌及胃溃疡

的图像识别性能均有所提高。微调后的 ResNet50 

模型对胃癌、胃溃疡和慢性胃炎 3 类疾病分类的平

均准确度、灵敏度、F1 分数均为 91%，说明此模

型的稳健程度强，分析结果可靠。

表 2 ResNet50 模型在预训练阶段和微调阶段的验证结果

Tab 2 Validation results of ResNet50 model in pre-training stage and fine-tuning stage

                                           % 

Index 
Pre-training stage Fine-tuning stage

GC GU CG Average value GC GU CG Average value
Precision 92 82 92 89 93 92 88 91
Sensitivity 91 85 89 88 95 80 97 91
F1-scorea 92 84 90 89 94 85 93 91

a: F1-score＝2×TP/(2×TP＋FP＋FN). TP: True positive rate; FP: False positive rate; FN: False negative rate. GC: Gastric 
cancer; GU: Gastric ulcer; CG: Chronic gastritis

2.3 Inception-V3 模型验证结果 Inception-V3 模
型在预训练阶段和微调阶段的验证结果见表 3。从

表中可以看出，Inception-V3 模型在微调后对胃癌

及良性胃疾病（胃溃疡和慢性胃炎）的图像识别性

能均有较大提高。微调后的 Inception-V3 模型对胃

癌、胃溃疡和慢性胃炎 3 类疾病分类的平均准确

度、灵敏度、F1 分数均为 89%，说明此模型的稳

健程度较强，分析结果可靠。

表 3 Inception-V3 模型在预训练阶段和微调阶段的验证结果

Tab 3 Validation results of Inception-V3 model in pre-training stage and fine-tuning stage

                                           % 

Index 
Pre-training stage Fine-tuning stage

GC GU CG Average value GC GU CG Average value
Precision 88 64 84 79 91 83 93 89
Sensitivity 75 81 79 78 88 87 93 89
F1-scorea 81 73 81 78 89 85 93 89

a: F1-score＝2×TP/(2×TP＋FP＋FN). TP: True positive rate; FP: False positive rate; FN: False negative rate. GC: Gastric 
cancer; GU: Gastric ulcer; CG: Chronic gastritis

2.4 3个模型在验证过程中的图像分类混淆矩阵

结果 对于 AI 模型来说，溃疡较表浅的胃溃疡

图像与慢性胃炎相似，可能会导致模型识别混

淆；严重胃溃疡的图像，如溃疡表面带有血迹等

情况，可能与胃癌图像相类似，使其难以区分；

早期凹陷型胃癌与胃溃疡或慢性胃炎有时也可发

生混淆。表 4 混淆矩阵结果显示，VGG19 模型和 
Inception-V3 模型倾向于将胃癌图像误判为胃溃

疡，而 ResNet50 模型倾向于将胃溃疡图像误判为

慢性胃炎。在这 3 个种模型中，ResNet50 对胃癌
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和慢性胃炎的图像识别效果最佳，在 450 幅样本

验证集中，ResNet50 模型未将慢性胃炎图像误判

为胃癌或把胃癌误判为慢性胃炎。

表 4 3 个模型预训练阶段和微调阶段在验证过程中的图像分类混淆矩阵结果

Tab 4 Results of image classification and confusion matrix during validation process in pre-training stage

and fine-tuning stage of 3 models
                                                     n 

Classification

Pre-training stage Fine-tuning stage

VGG19 ResNet50 Inception-V3 VGG19 ResNet50 Inception-V3

GC GU CG GC GU CG GC GU CG GC GU CG GC GU CG GC GU CG

GC 131 16 3 137 13 0 112 31 7 133 15 2 143 7 0 132 17 1

GU 13 124 13 10 128 12 13 121 16 11 125 14 11 120 19 11 130 9

CG 1 13 136 2 15 133 2 30 118 0 7 143 0 4 146 2 9 139

GC: Gastric cancer; GU: Gastric ulcer; CG: Chronic gastritis

3 讨 论

胃癌起病隐匿，早期无特异症状，临床表现

与胃溃疡、慢性胃炎等慢性胃病不易区别，容易被

患者、甚至医师疏忽而延误诊断[13]。胃癌诊断目前

主要依赖胃镜结合黏膜活组织病理检查，但总体诊

断率仍然不高，其存在多方面的原因。首先，早期

胃癌分为隆起型、表浅型和凹陷型，一般病灶范围

较小，浸润深度不超过黏膜下层，尤其是较小的表

浅型和凹陷型早期胃癌图像不易与表浅的胃溃疡、

慢性胃炎区别，以至于误诊为良性胃疾病未行活组

织检查而漏诊；进展期胃癌分为隆起型、局限溃疡

型、浸润溃疡型和弥漫浸润型，其中溃疡型胃癌

图像易与胃溃疡混淆不清，有时即使是通过黏膜活

组织检查（取材不易）结合超声胃镜、CT 等检查

手段也难以确诊[14]。其次，我国幅员辽阔，人口众

多，尤其是偏远、农村地区基层医院，由于缺乏合

格的病理医师而未设置病理科，行胃镜检查后对可

疑胃癌病例未行黏膜活组织检查而漏诊。最后，胃

镜检查医师对胃癌图像的识别差异而导致部分胃癌

漏诊。

近年来，AI 技术在医学疾病诊断领域展现出

广阔的应用前景。Esteva 等[8]采用 AI 深度学习技

术构建的诊断模型对皮肤癌诊断的灵敏度和特异度

均超过 90%；Gulshan 等[9]构建的 AI 诊断模型诊断

糖尿病视网膜病变的能力可与经验丰富的眼科医师

相媲美；Shichijo 等[15]采用胃镜检查图像构建幽门

螺杆菌感染性胃炎诊断模型，其诊断灵敏度和特异

度分别为 88.9%及 87.4%，诊断准确性及耗时均优

于内镜医师。腾讯公司构建的食管癌早期筛查模型

对早期食管癌诊断率超过 90%，并且完成一次内

镜检查的时间可控制在数秒之内[16]。

迁移学习是一种机器学习方法，是把一个领

域（即源领域）的知识迁移到另一个领域（即目标

领域），使得目标领域能够取得更好的学习效果。

深度学习也是一种机器学习方法，但对于个人来

说，要运用该技术除了需要具备高超的编程技巧，

还需要有海量的数据支持和强劲的硬件。但是，迁

移学习技术允许我们利用现有的模型加上少量数据

和训练时间，就可取得不俗的效果。

在本研究中，我们采用迁移学习方法构建

了胃镜图像识别诊断模型。首先，我们收集了 
2 001 例胃癌（早期 420 例，进展期 1 581 例）、

2 119 例胃溃疡、2 168 例慢性胃炎患者的普通清晰

白光胃镜图像，形成了一个较小的图像数据集。

将其分为训练集图像组（1 851 例胃癌、1 969 例
胃溃疡和 2 018 例慢性胃炎图像）和测试集图像组

（胃癌、胃溃疡及慢性胃炎各 150 例图像）。接

着，将训练集图像进行包括去除图像背景噪声、数

据归一化和数据扩增的数据预处理，而测试集图像

做除外数据扩增以外的数据预处理过程。随后，将 
ILSVRC 赛中的冠军模型 VGG19[10]、ResNet50[11]

和 Inception-V3[12]作为预训练模型进行改造，即删

除顶层完全连接层及其参数，以便更符合本研究的

需要。最后进行模型训练，训练过程分为预训练和

微调 2 个步骤，每个步骤又分为训练和验证阶段。

在训练阶段，使用训练集图像训练 3 个改进后的模

型；在验证阶段，使用独立测试集图像验证模型。

结果显示，3 个模型经过预训练和微调后，对胃癌

与良性胃疾病（胃溃疡和慢性胃炎）均有较好的图

像识别性能，其中 ResNet50 模型综合性能表现最

好，对胃癌、胃溃疡及慢性胃炎的诊断准确度分别
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达 93%、92% 及 88%，稳健性也最好。本研究应

用一个较小的胃镜图像数据集，通过迁移学习方

法构建了一个令人较满意的诊断软件模型，它可

以较为准确地区分胃癌与良性胃疾病（胃溃疡和

慢性胃炎）。

据报道，普通白光胃镜对早期胃癌诊断准确

度为 25.58%～78%[17-20]；另有报道显示白光胃镜对

胃癌的诊断准确度为 80%[21]。本研究构建的胃镜

图像识别模型对胃癌的诊断准确度明显超过上述报

道，且可以消除因胃镜检查医师对胃癌图像的识别

差异而导致对胃癌诊断率的影响。

总之，本研究基于迁移学习技术，利用 
ResNet50 模型建立的胃镜图像识别软件模型令人

满意，可以较准确地区分胃癌与良性胃疾病（胃溃

疡和慢性胃炎）。今后如能将本研究建立的胃癌诊

断软件模型联合遥控胶囊内镜系统，可望实现无创

早期胃癌普查。
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