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基于机器学习算法的重症缺血性脑卒中早期死亡预测效果评价
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［摘要］ 目的 评价支持向量机（SVM）、随机森林、极限梯度提升（XGBoost）3 种机器学习算法与 logistic
回归模型在重症缺血性脑卒中 30 d 死亡结局预测中的效果。方法 使用 2008 年至 2019 年美国重症监护医学信息

数据库Ⅳ（MIMIC- Ⅳ）中符合纳入标准的 2 358 例重症缺血性脑卒中患者资料，分别用 SVM、随机森林、XGBoost  
3 种机器学习算法与 logistic 回归方法，结合合成少数过采样技术（SMOTE）建立早期死亡预测模型，并使用 ROC
曲线的 AUC 值、准确度、F1 分数、布里尔分数等指标评价模型的预测效果。结果 SVM、随机森林、XGBoost 与
logistic 回归模型在原始不平衡数据集中预测早期死亡的 AUC 值分别为 0.78、0.81、0.84、0.83。应用 SMOTE 合成数

据集后，SVM、随机森林、XGBoost 与 logistic 回归模型的 AUC 值分别为 0.72、0.84、0.83、0.83。除 SVM 模型外，

随机森林、XGBoost 模型与 logistic 回归之间有相似的预测能力，但其准确度、布里尔分数均优于 logistic 回归模型，

综合分类性能更优。结论 机器学习算法在缺血性脑卒中早期死亡预测中性能较传统 logistic 回归方法更优。
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LUO Xiao, CHENG Yi, HE Qian, TU Bo-xiang, WU Cheng*, HE Jia*

Department of Military Health Statistics, Faculty of Health Services, Naval Medical University (Second Military Medical 
University), Shanghai 200433, China

［ Abstract ］ Objective To evaluate the effects of 3 machine learning algorithms (support vector machine ［SVM］, 
random forest, and extreme gradient boosting ［XGBoost］) and logistic regression in predicting the 30-d mortality of severe 
ischemic stroke patients. Methods The data of 2 358 patients with severe ischemic stroke who qualified for the criteria 
in the Medical Information Mart for Intensive CareⅣ (MIMIC-Ⅳ) database from 2008 to 2019 were used. SVM, random 
forest, XGBoost and logistic regression combined with synthetic minority oversampling technique (SMOTE) were used 
respectively to build early mortality prediction models. The prediction performance of models was evaluated by the area 
under curve (AUC) of receiver operating characteristic curve, accuracy, F1-score, and Brier score. Results The AUC values 
of SVM, random forest, XGBoost and logistic regression models using original unbalance data were 0.78, 0.81, 0.84 and 
0.83, respectively. After using SMOTE-based synthetic data, the AUC values of SVM, random forest, XGBoost and logistic 
regression models were 0.72, 0.84, 0.83 and 0.83, respectively. Except for SVM, random forest and XGBoost had similar 
predictive ability to logistic regression, but their accuracy and Brier score were better than logistic regression, and their overall 
classification performance was better. Conclusion Machine learning algorithms have better performance than traditional 
logistic regression in predicting early mortality of ischemic stroke patients.
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脑卒中是一种高死亡率和高发病率的心脑血

管疾病。《中国脑卒中防治报告 2019》指出，脑卒

中已是我国成人致死、致残的首位病因，其中缺

血性脑卒中是最常见的卒中类型，占全部脑卒中
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的 60%～80%［1］。脑卒中的死亡风险在发病 30 d 
内最高，此后每年的平均死亡率为 10%［2-3］。实验

室指标和临床数据对于缺血性脑卒的病情评估、临

床治疗指导和预后判断有着重要参考价值，为此，

如何利用丰富的临床信息构建精准的缺血性脑卒中

早期预测模型、制定个体化治疗方案是目前研究的

重点之一。

传统缺血性脑卒中预后预测模型通常基于

logistic 回归。作为广义线性模型的一种，当预测变

量与因变量存在较为复杂的非线性关系时，logistic
回归的预测效果常不够理想［4］。因此，有必要探索

更好的方法用于构建反映变量和结局之间真实关系

的预测模型。

机器学习是一种统计学和计算机科学交叉的

科学研究方法，它依赖于高效的算法。随着大数据

时代的到来，越来越多的机器学习方法应用于医疗

领域［5-6］。由于缺血性脑卒中患者的结局涉及复杂

的临床指标，且存在较强的非线性关联，适合采用

机器学习模型进行分析。

本研究基于美国重症监护医学信息数据库Ⅳ

（Medical Information Mart for Intensive Care Ⅳ，

MIMIC- Ⅳ）1.0 版［7］开展了一项回顾性队列研究，

采用支持向量机（support vector machine，SVM）、 
随机森林、极限梯度提升（extreme gradient boosting， 
XGBoost）3 种机器学习算法构建了重症缺血性脑

卒中患者 30 d 内死亡的预测模型，并与 logistic 回归

模型进行对比，评价不同模型的预测能力，为重症

缺血性脑卒中患者早期预后研究提供方法学参考。

1 资料和方法

本研究遵循个体预后或诊断的多变量预测模

型透明报告（transparent reporting of a multivariable 
prediction model for individual prognosis or diagnosis，
TRIPOD）［8］。

1.1 研究对象与结局 研究对象数据来源于

MIMIC- Ⅳ 1.0 版［7］。 目 前，MIMIC- Ⅳ 记 录 了

2008 年至 2019 年波士顿贝斯以色列女执事医疗中

心 ICU 收治的患者数据，具有全面、高质量和去

隐私化等特征。研究者已获得该数据库的使用授

权（编码：48510731）。利用结构化查询语言，在

MIMIC- Ⅳ中提取符合国际疾病分类（ICD-9 代码

为 433、434、436、437.0、437.1 或 ICD-10 代码为

I63、I65、I66）缺血性脑卒中诊断的患者信息。共

提取 2 831 例重症缺血性脑卒中患者的相关数据，

排除年龄＜18 岁、ICU 入院时间＜1 d 或多次入住

ICU 的患者，经过筛选得到 2 358 例患者。根据重

症缺血性脑卒中患者 30 d 内是否死亡，将患者分为

死亡组与存活组。

1.2 变量选取 综合考虑 MIMIC- Ⅳ中数据的复

杂性、数据缺失程度及国内外缺血性脑卒中预后影

响因素，从一般资料、合并症、生理指标及实验室

指标中筛选出 34个关键变量：性别、年龄、体重、

吸烟史、饮酒史、高血压、高脂血症、糖尿病、慢

性阻塞性肺疾病、冠心病、心房颤动、心率、舒张

压、收缩压、平均血压、呼吸频率、体温、血氧饱

和度、血糖、血清胆固醇、血细胞比容、血红蛋

白、白细胞计数、阴离子间隙、碳酸氢盐、血尿

素氮、钙离子、氯化物、钠离子、钾离子、国际标

准化比值、凝血酶原时间、部分凝血活酶时间、序

贯器官衰竭估计（sequential organ failure assess，
SOFA）评分。生理指标及实验室指标取值为登记

入 ICU 后 24 h 内的平均值。

1.3 数据预处理 本研究对 MIMIC- Ⅳ中的缺失

值及异常值进行了处理，删除了缺失比例＞20% 的

变量。异常值定义为各计量数据中＜0.01% 和＞ 

99.99% 的数据，删除异常值后进行填补，尽可能保

留原始数据信息。针对本研究使用的高维数据特

征，采用线性多重填补法进行缺失值填补。计量资

料为了保持原始数值信息且便于计算，使用标准化

法对数据进行归一化处理，以 0为均数、1为标准差。

计数资料采用设置哑变量的方法纳入建模。在变量

纳入模型训练前剔除近零方差的变量饮酒史，以避

免纳入该变量而导致模型破坏或数据拟合不稳定。

1.4 统计学处理 符合正态分布的计量资料

以 x±s 表示，组间比较采用独立样本 t 检验；不符

合正态分布的计量资料以中位数（下四分位数，上

四分位数）表示，组间比较采用 Wilcoxon 秩和检

验。计数资料以例数和百分数表示，组间比较采用

χ2 检验。

本研究使用了 4 种模型，分别是 logistic 回归、

SVM、随机森林和 XGBoost。数据集（n＝2 358）
按 7 ∶ 3 随机分为训练集（n＝1 660）和测试集 
（n＝698），其中训练集存活患者 1 476 例、死亡患

者 184 例，测试集存活患者 619 例、死亡患者 79 例。
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训练集用于拟合模型，测试集用于评估模型性

能。对训练集采用合成少数过采样技术（synthetic 
minority oversampling technique，SMOTE）处理结

局类别的不平衡问题，新生成死亡患者 1 472 例与

原训练集存活患者 1 476 例组合生成含 2 948 例样

本的训练集（死亡例数∶存活例数≈1 ∶ 1）。多

因素 logistic 回归模型基于赤池信息准则（Akaike 
information criterion，AIC），使用逐步法筛选变

量。为使 SVM、随机森林和 XGBoost 3 种机器学

习算法获得最佳的训练模型，各模型训练使用重复

5 次的 5 折交叉验证以减少模型过拟合，并使用网

格搜索的方法进行超参数寻优。本研究使用 ROC
曲线的 AUC 值作为主要评价指标，并选取 F1 分

数（F1-score）、布里尔分数（Brier score）和准

确度评估模型的性能［9］，模型间 AUC 值比较使用

DeLong 检验［10］。根据测试集的模型验证结果，选

取每个算法表现最好的模型。根据模型变量重要性

分析影响缺血性脑卒中患者早期不良预后的危险 
因素。

所有统计学分析均采用 R 4.1.2 软件，均为双

侧检验，检验水准（a）为 0.05。

2 结 果

2.1 患者基本特征 纳入重症缺血性脑卒中患者

2 358 例，男女比为 1 ∶ 0.95，平均年龄为（72.0± 

14.3）岁，其中存活组 2 095 例、死亡组 263 例，

重症缺血性脑卒中患者 30 d 内死亡率为 11.2%。

与存活组相比，死亡组患者年龄较大，体重较轻，

较少有高血压、高血脂症，较多伴有心房颤动，心

率、呼吸频率、体温、血氧饱和度、血糖、白细胞

计数、阴离子间隙、血尿素氮、钠离子、钾离子、

国际标准化比值、凝血酶原时间、SOFA 评分较高，

碳酸氢盐水平较低，差异均有统计学意义（P 均＜ 

0.05）。见表 1。

表 1 根据 30 d 预后分组的重症缺血性脑卒中患者的基本资料

Tab 1 Basic characteristics of severe ischemic stroke patients with different 30 d prognoses
Variable Survival group N＝2 095 Death group N＝263 Statistic P value

Gender, n (%) χ2＝1.29 0.26
 Female 1 009 (48.2) 137 (52.1)
 Male 1 086 (51.8) 126 (47.9)
Age/year, x±s 71.2±14.4 78.3±11.4 t＝9.26 ＜0.01
Body weight/kg, x±s 80.2±21.0 74.9±20.3 t＝3.98 ＜0.01
Smoking history, n (%) χ2＝1.71 0.19
 Yes    401 (19.1)   41 (15.6)
 No 1 694 (80.9) 222 (84.4)
History of alcohol consumption, n (%) χ2＝0.01 0.97
 Yes    61 (2.9)   7 (2.7)
 No 2 034 (97.1) 256 (97.3)
Hypertension, n (%) χ2＝14.68 ＜0.01
 Yes 1 127 (53.8) 108 (41.1)
 No    968 (46.2) 155 (58.9)
Hyperlipidemia, n (%) χ2＝23.42 ＜0.01
 Yes 1 418 (67.7) 138 (52.5)
 No    677 (32.3) 125 (47.5)
Diabetes mellitus, n (%) χ2＝0.10 0.75
 Yes    534 (25.5)   70 (26.6)
 No 1 561 (74.5) 193 (73.4)
COPD, n (%) χ2＝0.10 0.75
 Yes    534 (25.5)   70 (26.6)
 No 1 561 (74.5) 193 (73.4)
Coronary heart disease, n (%) χ2＝0.49 0.48
 Yes    800 (38.2)   94 (35.7)
 No 1 295 (61.8) 169 (64.3)
Atrial fibrillation, n (%) χ2＝8.13 ＜0.01
 Yes    732 (34.9) 116 (44.1)
 No 1 363 (65.1) 147 (55.9)
Heart rate/min－1, x±s 79.2±14.5 86.2±17.1 t＝6.31 ＜0.01
Systolic blood pressure/mmHg, x±s 130.4±18.6 132.2±0.7 t＝1.39  0.16
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2.2 机器学习算法及 logistic 回归模型在原始数据

集上的表现 表 2 显示了 4 种模型应用于原始训

练集数据的结果。XGBoost 模型的分类效能最优，

AUC 值为 0.84；SVM 模型的分类效能较差，AUC

值为 0.78；XGBoost 与 logistic 回归模型的 AUC 值

比较差异无统计学意义（P＝0.78）。F1 分数从高

到低依次为 logistic 回归、XGBoost、SVM、随机

森林模型，4 种模型的布里尔分数及准确度相近。

表 2 4 种模型在原始数据集上的性能表现

Tab 2 Performance of 4 models on original dataset
Indicator Logistic regression XGBoost Random forest SVM

AUC (95% CI) 0.83 (0.77, 0.89) 0.84 (0.78, 0.90) 0.81 (0.77, 0.89) 0.78 (0.72, 0.84)
F1-score 0.38 0.24 0.15 0.26
Brier score 0.08 0.08 0.09 0.09
Accuracy (95% CI) 0.90 (0.87, 0.92) 0.89 (0.87, 0.91) 0.89 (0.87, 0.91) 0.89 (0.86, 0.91)
Sensitivity (95% CI) 0.28 (0.19, 0.39) 0.11 (0.06, 0.20) 0.09 (0.04, 0.17) 0.18 (0.11, 0.28)
Specificity (95% CI) 0.98 (0.96, 0.99) 0.99 (0.98, 1.00) 0.99 (0.98, 0.99) 0.98 (0.96, 0.99)
Positive predictive value (95% CI) 0.61 (0.45, 0.75) 0.64 (0.39, 0.84) 0.50 (0.27, 0.73) 0.52 (0.34, 0.69)
Negative predictive value (95% CI) 0.91 (0.89, 0.93) 0.90 (0.87, 0.92) 0.90 (0.87, 0.92) 0.90 (0.88, 0.92)

XGBoost: Extreme gradient boosting; SVM: Support vector machine; AUC: Area under curve; CI: Confidence interval.

Variable Survival group N＝2 095 Death group N＝263 Statistic P value
Diastolic blood pressure/mmHg, x±s 68.1±12.8 67.5±12.2 t＝0.71  0.49
Mean blood pressure/mmHg, x±s 85.2±12.8 84.9±12.9 t＝0.30  0.76
Respiratory rate/min－1, x±s 18.8±3.1 20.8±4.2 t＝7.56 ＜0.01
Temperature/℃, x±s 36.9±0.4 37.0±0.5 t＝3.94 ＜0.01
Oxygen saturation/%, x±s 96.9±1.7 97.5±1.9 t＝5.32 ＜0.01
Glucose/(mmol·L－1), x±s 7.5±2.3 8.6±2.9 t＝6.12 ＜0.01
Cholesterol/(mmol·L－1), x±s 2.7±0.1 2.7±0.2 t＝0.76  0.45
Erythrocyte specific volume/%, x±s 35.6±6.0 35.7±6.4 t＝0.39  0.70
Hemoglobin/(g·L－1), x±s 118.0±21.0 117.0±22.0 t＝0.95  0.34
WBC/(L－1, ×109) , x±s 10.8±4.5 13.4±6.1 t＝6.84 ＜0.01
Anion gap/(mmol·L－1), x±s 14.4±3.0 16.2±3.8 t＝7.66 ＜0.01
Bicarbonate/(mmol·L－1), x±s 23.5±3.1 22.2±3.6 t＝5.34 ＜0.01
Blood urea nitrogen/(mmol·L－1), x±s 12.2±8.7 16.2±11.9 t＝5.31 ＜0.01
Calcium/(mmol·L－1), x±s 8.6±0.7 8.6±0.7 t＝1.78  0.07
Chloride/(mmol·L－1), x±s 104.2±4.8 104.3±5.8 t＝0.20  0.84
Sodium/(mmol·L－1), x±s 139.1±4.0 139.9±5.4 t＝2.47  0.01
Potassium/(mmol·L－1), x±s 4.2±0.5 4.3±0.6 t＝2.31  0.02
International normalized ratio, x±s 1.3±0.5 1.4±0.7 t＝2.59  0.01
Prothrombin time/s, x±s 14.2±5.8 15.3±6.8 t＝2.57  0.01
Partial thromboplastin time/s, x±s 35.6±16.3 36.4±18.6 t＝0.74  0.46
SOFA score, M (QL, QU) 1 (0, 2) 1 (0, 3) Z＝34.95 ＜0.01

1 mmHg＝0.133 kPa. COPD: Chronic obstructive pulmonary disease; WBC: White blood cell; SOFA: Sequential organ failure 
assess; M (QL, QU): Median (lower quartile, upper quartile). 

续表 1

2.3 机器学习算法及 logistic 回归模型在合成数据集

上的表现 表 3 显示了 4 种模型应用于SMOTE 合成

后训练集数据在测试集上的分类表现。随机森林模型

的分类效能最优，AUC 值为 0.84；SVM模型的分类

效能较差，AUC 值为 0.72。与使用原始训练集的分

类结果相比，随机森林模型的分类表现有所提升，虽

然随机森林模型的AUC值与 logistic 回归模型比较差

异无统计学意义（P＝0.55），但准确度及布里尔分数

均优于 logistic 回归模型，分类性能综合表现更优。

2.4 机器学习算法及 logistic 回归模型变量的重 
要性 经过 5 折交叉验证后，合成训练集中相对重

要性排名前 10 位的变量见图 1。对于 logistic 回归模

型，血糖是影响模型性能的最重要变量，其次是呼吸

频率和白细胞计数。XGBoost 模型相对重要性排名

前 3 位的变量为高血压、高血脂症和年龄。随机森

林模型相对重要性排名前 3 位的变量为年龄、血糖

和血氧饱和度。上述 2 种机器学习算法和 logistic 回

归模型相对重要性排名前 10 位的变量基本相同。
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表 3 4 种模型在合成数据集上的性能表现

Tab 3 Performance of 4 models on synthetic dataset
Indicator Logistic regression XGBoost Random forest SVM

AUC (95% CI) 0.83 (0.77, 0.89) 0.83 (0.77, 0.89) 0.84 (0.78, 0.90) 0.72 (0.65, 0.79)
F1-score 0.41 0.31 0.24 0.12
Brier score 0.16 0.09 0.10 0.11
Accuracy (95% CI) 0.77 (0.73, 0.80) 0.88 (0.86, 0.91) 0.89 (0.86, 0.91) 0.87 (0.84, 0.90)
Sensitivity (95% CI) 0.72 (0.61, 0.81) 0.23 (0.15, 0.33) 0.17 (0.10, 0.26) 0.08 (0.04, 0.16)
Specificity (95% CI) 0.77 (0.74, 0.80) 0.97 (0.95, 0.98) 0.97 (0.96, 0.98) 0.97 (0.96, 0.98)
Positive predictive value (95% CI) 0.29 (0.23, 0.35) 0.46 (0.32, 0.61) 0.43 (0.27, 0.61) 0.26 (0.13, 0.46)
Negative predictive value (95% CI) 0.96 (0.93, 0.97) 0.91 (0.88, 0.93) 0.90 (0.88, 0.92) 0.89 (0.87, 0.91)

XGBoost: Extreme gradient boosting; SVM: Support vector machine; AUC: Area under curve; CI: Confidence interval.

图 1 2 种机器学习算法和 logistic 回归模型变量的 

相对重要性排序

Fig 1 Relative importance ranking of variables of  

2 machine learning algorithms and logistic regression model

A: Logistic regression model; B: XGBoost (extreme gradient 

boosting) model; C: Random forest model. WBC: White blood 

cell; BUN: Blood urea nitrogen.

3 讨 论

本研究将机器学习算法与 logistic 回归应用于

重症缺血性脑卒中患者的早期死亡预测，利用多个

评估指标对模型的预测及泛化能力进行了对比，

并对变量的相对重要性进行排序。4 种模型算法

都得到了初步验证，即使在缺乏脑卒中特异性评

价指标如美国国立卫生研究院卒中量表（National 

Institutes of Health stroke scale，NIHSS）［11］的情况

下，本研究算法也有良好的表现，AUC 值均能达到

0.8 左右。值得注意的是，模型纳入的指标是患者

入住 ICU 时的初步评估和检查结果，其优点是能在

短时间内快速预测患者的早期预后结局，帮助医师

做出临床决定。

作为传统的临床预测模型，logistic 回归模型在

缺血性脑卒中的预后预测中应用较多，且有不错的

预测效果［12］，因其具有易于实施、便于解释等特点

常被用于对比分析机器学习算法的预测效果［13-15］。 

本研究使用原始数据集并没有得出机器学习模型在

重症缺血性脑卒中的临床预测中表现优于 logistic

回归模型的结论，这与既往系统综述结果［16］相似。

分析原因可能有以下几点：（1）本研究用于训练

机器学习和 logistic 回归模型的样本量较为充足，

不足以发挥机器学习应用于更大样本和更多变量的

优势。（2）本研究纳入的自变量数目对于机器学

习算法和 logistic回归模型都可能是足够的，且可能

存在线性相关的连续变量，这可能使机器学习算法

和 logistic 回归模型之间的差异难以区分。（3）由 

于分类结局中死亡发生率相对较低，低信噪比可能

是难以区分机器学习算法和 logistic 回归模型的一

个原因［17］。考虑到死亡结局发生率较低，且机器学

习算法在应用于极不平衡数据时通常不能提供明显

的分类改进［18］，本研究在训练集中使用了 SMOTE

对原始数据进行了合成以平衡结局比例，其优点

是能够通过人工合成样本取代随机复制少数类的

方法减弱过拟合，并且没有丢失有用的信息［19］。 
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对于测试集而言，当训练集使用 SMOTE 合成数据

集时，机器学习算法在综合分类效能方面有所提升

且优于 logistic 回归模型，说明其减弱了结局分类

失衡对机器学习算法的影响。但同时本研究也发

现 SVM 的分类效能较低，推测可能是因为合成后

训练集增大了类别间的重叠，使模型的泛化能力

降低。因此，在机器学习算法的应用中是否使用

SMOTE，尚需结合算法本身的特点及其稳健性的

要求判断，不能一概而论。

使用合成训练集数据时，logistic回归、XGBoost 
及随机森林模型相对重要性排名前 10 位的变量基

本相同，主要为年龄、血糖、体温、白细胞计数、

血氧饱和度、高脂血症、高血压等，这与既往研究

结果［13,20-21］相似。近年来，使用机器学习算法预测

脑卒中预后的研究不断涌现。Monteiro 等［22］应用

机器学习算法（随机森林、XGBoost、SVM 和决

策树）预测缺血性脑卒中患者在初次脑卒中 3 个

月后接受重组组织型纤溶酶原激活物治疗的功能

结局，初始研究仅纳入入院时的特征，后续通过

增加入院后不同时间点的特征来改善预测效果。

在使用初入院特征时，机器学习算法的 AUC 值为

0.81，随着新特征的逐步加入AUC 值增加到 0.90。
Bacchi 等［23］使用澳大利亚患者入院临床数据结合

机器学习算法来预测脑卒中患者的住院时间和院

内结局，研究结果提示 logistic 回归在预测院内死

亡率方面表现最好，AUC 值为 0.90。Fernandez-
Lozano 等［24］使用随机森林模型预测脑卒中 3 个月

的死亡率和功能结局，发现该模型有良好的预测

能力，AUC 值最高为 0.91。以上研究除使用本研

究涉及的基本资料及临床数据外，还包括脑卒中的

特异性评价指标，如 NIHSS 评分或神经影像学结

果，这可能是导致模型预测效能高于本研究的原因 
之一。

尽管本研究中模型的预测效果与现有的缺血

性脑卒中风险评分工具［25］相似或略胜一筹，但也

有其局限性：（1）未纳入与缺血性脑卒中相关

的 NIHSS 评分、神经影像学或药物治疗等数据； 
（2）未对模型进行外部数据验证；（3）未对出院

后的功能结局进行预测，而功能结局也是脑卒中患

者及其家属最关心的问题之一。

综上所述，本研究利用 MIMIC- Ⅳ资料，采用

机器学习算法及 logistic 回归在重症缺血性脑卒中

患者中建立 30 d 内死亡预测模型，所构建的模型分

类性能良好且表现稳定。虽然本研究机器学习与

logistic 回归模型的预测效能并无明显差异，但机器

学习算法在捕捉非线性关系、处理大规模样本及高

维度变量方面存在优势［26］。在今后的研究中可以

考虑纳入临床轨迹、神经影像学信息或使用特征优

化的方法提升变量数据维度，也可考虑使用不同采

样技术或深度学习等方法提高模型的准确性与适 
用性。
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