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基于集成神经网络的类风湿关节炎中医证候分类器研究
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［摘要］　目的　构建一种集成神经网络模型实现类风湿关节炎（RA）中医证候分类，并探究其中的特征重要性

和风险因素。方法　针对基于人工智能技术的RA中医证候多标签分类中存在的标签关联性差、泛化性能低等问题，

提出一种集成神经网络模型——集成神经网络链（FEN）。FEN 模型采用一种基于深度神经网络的特征提取基分类

器提取临床 RA 多标签样本的深层特征，增强 RA 特征区分度；根据协方差理论衡量标签相关性，调节分类器链的输

入空间，减少 RA 错误信息传播和冗余度；并采用集成学习方法减小分类器链中不合理标签序列对 RA 特征分类的影

响。此外，分析了 RA 中医证候主证和兼证的特征贡献度，挖掘其潜在的风险因素。结果　FEN 模型的 10 折交叉验

证性能参数汉明损失、1- 错误率、准确度和 F1 值分别为 0.003 6、0.024 8、97.52%、99.18%。与 7 种典型多标签分

类器（分类器链、标签幂集、二进制关联、随机 k- 标签集、多标签 K 最近邻、集成分类器链和集成二进制关联）相

比，FEN 模型具有较好的分类性能。特征贡献度分析提示，主症和次症特征均可作为 RA 中医证候分类的重要指标，

是影响主证和兼证分类的主要因素。结论　基于集成神经网络模型的 RA 中医证候分类器具有较高的分类精度和效

率，对于 RA 的临床诊断和治疗具有重要参考价值。
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［ Abstract ］　Objective　To construct an ensemble neural network model to achieve traditional Chinese medicine (TCM) 
syndrome classification for rheumatoid arthritis (RA) and explore the importance of the features and risk factors. Methods　An 
ensemble neural network model FEN (feature extration network) was proposed to solve the issues such as poor label correlation 
and low generalization performance in multi-label classification of TCM syndromes of RA based on artificial intelligence 
technology. The FEN model utilized a feature extraction classifier based on deep neural network to extract deep features from 
clinical multi-label RA samples, enhancing the discriminative power of RA features. By measuring label correlation based 
on covariance theory, the input space of the classifier chain was adjusted to reduce the spread of RA error information and 
redundancy. An ensemble learning method was used to mitigate the impact of unreasonable label sequences in the classifier 
chain on RA feature classification. Additionally, the importance of main and accompanying TCM syndrome features of RA 
was analyzed and potential risk factors were explored. Results　The FEN model had excellent performance in a 10-fold cross-
validation, with Hamming loss, one-error, accuracy, and F1-score being 0.003 6, 0.024 8, 97.52%, and 99.18%, respectively. 
Compared with 7 typical multi-label classifiers (classifier chain, label powerset, binary relevance, random k-labelsets, multi-
label K-nearest neighbor, ensemble classifier chain, and ensemble binary relevance), the FEN model had better classification 
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capabilities. The analysis of feature contribution indicated that the features of main and secondary symptoms might be used as 
important indicators of classification of TCM syndromes of RA, and were the main factors affecting the classification of main 
and accompanying syndromes. Conclusion　The RA TCM syndrome classifier based on ensemble neural network has high 
classification accuracy and efficiency, providing important reference for the clinical diagnosis and treatment of RA.
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类风湿关节炎（rheumatoid arthritis，RA）是

一种常见的自身免疫性风湿疾病，主要特征表现为

慢性关节滑膜病变，通常影响手、膝和腕关节［1］。

有数据显示我国 RA 患病率为 0.2%～0.4%［2］。目

前与 RA 相关的中医研究主要集中在 RA 病因、发

病机制、辨证分型、证候与实验室指标的相关性、

临床治疗和疗效评估等方面［3］。研究 RA 中医证候

规律能为中医辨证论治提供依据［4］。“至少 1 个

关节存在滑膜炎且不是由其他疾病引起”是 RA 的

诊断标准之一，这一条要求有利于 RA 的诊断分类

和有效治疗［5］。中医证候的诊断是通过提取中医

四诊信息中证候判别的症状并进行分类的过程。临

床 RA 中医证候特征表现为多标签属性，设计一个

高效且准确的多标签分类模型，对 RA 证候诊断具

有重要意义。

深度学习神经网络具有强大的特征提取能力，

可以有效提取医学临床数据深层特征。Hügle 等［6］ 

提出了一种基于递归神经网络的自适应网络

（AdaptiveNet）模型，用于 RA 的疾病进展预测，

该方法采用长短期记忆网络提取临床 RA 样本间的

长期依赖关系，取得了较好预测精度，但 RA 样本

仅包括历史信息与实验室指标。Law 和 Ghosh［7］

提出了一种级联神经网络模型，组合堆叠式自动编

码器和极限学习机实现多标签分类，通过自动编码

器的特征编码技术增强样本差异性和减少多标签

输入表征，采用极限学习机计算类别分数并实现软

分类。Hassan 等［8］针对心血管自主神经病变构建

了一种多级融合预测模型，该模型结合了特征选择

和多模态特征融合技术，利用多类 ROC 曲线 AUC
值选择重要特征，并融合生成新的数据集，该方法

虽然具有较好的分类精度，但不完全依赖原始数

据特征，无法体现 RA 中医证候多标签数据特点。

Pleiter 等［9］在量表数据中引入新的后门攻击策略，

将专为联合学习设计的后门攻击调整为集中式设

置，还开发了 2 种隐形攻击变体，为保护深度神经

网络（deep neural network，DNN）模型免受量表

数据后门攻击提供有效支持。

多标签分类任务的机器学习方法主要包括算

法自适应法和问题转换法［10］。算法自适应法扩展

了现有的单标签分类方法，以适应多标签数据［11］。

多标签 K 最近邻（multi-label K-nearest neighbor，
ML-KNN）通过改进 K 最近邻算法［12］将一级和二

级邻域信息结合解决多标签问题。排序支持向量机

使用成对排序，根据结果与特定查询的关联度自适

应排序结果［13］。随机k-标签集（random k-labelsets，
RakEL）将初始标签集分解为若干随机子集，并

利用标签幂集（label powerset，LP）训练相应的

分类器［14］。该方法通过改进单标签方法实现多标

签分类，却完全忽略了标签间的相关性。问题转

换是将多标签分类问题转化为多个单标签二分类

问题，如二进制关联（binary relevance，BR）［15］ 

和分类器链（classifier chain）［16］。BR 方法将每个

标签作为一个独立的二进制分类问题，但未考虑标

签间的相关性。分类器链则利用标签集的输入顺序

与局部标签的关联信息构建一个链状结构，但不同

的标签集顺序和错误传播会影响分类器链的预测性

能。Eskandari 和 Ghassabi［17］提出了一种基于信息

论滤波器的多标签特征选择方法，通过协同算法和

问题转换策略对特征进行排序，同时考虑个体标签

的影响及抽象标签空间中的判别潜力。Lou 等［18］ 

通过改进模糊系统结构并利用模糊规则对特征和

标签之间的关系进行建模，提出了一种新的多标签

分类方法，其能够有效地学习多标签分类中标签

和特征之间的隐藏关系，提高了分类性能。分类器

链的分类能力依赖于标签相关性。Zhang 等［19］在

多标签文本分类中用成对标签共现预测（pairwise 
label co-occurrence prediction）和条件标签共现预

测（conditional label co-occurrence prediction）实现
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共现预测任务，增强了标签相关性，减少了标签过

拟合和误差传播，实验结果表明该方法具有较好的

学习标签相关性。Li 等［20］研究了有噪声的多标签

转移矩阵的估计问题，提出了一种新的转移矩阵估

计器，充分利用标签相关性，实现了多标签数据集

转移矩阵准确估计。Mencía 等［21］提出了一种基于

随机决策树的预测方法，可以动态选择标签序列来

增强标签之间的依赖关系。Han 等［22］通过挖掘标

签之间的统计关系构建了一个邻接矩阵来对标签相

关性进行建模，其使用了图卷积网络学习相邻节点

间信息传播规律，实验结果表明模型具有较好的效

果。Bakhshi 和 Can［23］提出一种多标签数据流分类

方法，引入基于单标签分类器预测的加权机制，并

考虑二进制标签之间的相关性，使模型的有效性和

效率达到均衡。

本文针对临床 RA 中医证候多标签样本，提出

了一种基于特征提取的集成神经网络模型——集成

神经网络链（feature extraction network，FEN）。

该模型使用 DNN 构建一个基分类器特征提取分

类器（feature extraction classifier，FEC），能够提

取 RA 数据中的特征层次结构，学习输入和输出之

间的复杂关系；根据协方差理论衡量标签间的相

关性，确定特征提取分类器链（feature extraction 
classifier chain，FECC）的标签集输入，减少了弱

相关或负相关标签之间的干扰；还采用集成学习方

法构建多条关联分类器链，减少了不合理的标签序

列对分类的影响，提高了分类性能。

1　基于集成学习的多标签分类器 FEN模型的构建

1.1　基于 DNN 的特征提取基分类器 FEC　分类器

链是解决多标签分类问题的一种常用方法，一般采

用基分类器学习数据特征，而基分类器由基于序列

最小最优化算法的支持向量机构成。在传统神经网

络模型中，循环神经网络主要用于处理序列数据，

在自然语言处理领域应用广泛，卷积神经网络在数

字图像处理领域取得了巨大的成功，DNN 则更适

合处理临床医学表格数据。在处理多标签数据时，

需要考虑数据样本的复杂性和关联性，DNN 具有

强大的数据特征学习能力，能学习到标签数据间的

深层特征。利用 DNN 构建一个基分类器，可以学

习 RA 中医证候样本的深层特征。DNN 内部的神

经网络层可以分为 3 类，分别为输入层、输出层和

隐藏层（图 1A）。神经网络中的隐藏层能够提取

数据的深层特征，并且随着隐藏层层数的增加其特

征提取能力增强。然而，隐藏层层数过多会导致网

络模型过拟合等问题。本研究设计了一个 4 层的

网络模型 FEC，如图 1B 所示。网络的输入层为第 
1 层，中间 2 层为隐藏层，最后 1 层为输出层，同

时修改了输出层的节点个数，将该网络作为 FEN
模型中的基分类器 FEC。其中，xa 表示第 a 个输入

单元，hn 和hm 分别表示第n个和第m个隐藏层单元，

yb 和 yk 分别为第 b 个和第 k 个输出单元，k 对应第

k 个标签。隐藏层由线性层（linear）和 ReLU 激活

函数构成，输出层的激活函数为 Sigmoid。

图 1　DNN（A）和 FEC（B）的网络结构

Fig 1　Network structure of DNN (A) and FEC (B)
DNN：深度神经网络；FEC：特征提取分类器． x a：第 a 个输入单元；h n：第 n 个隐藏层单元；h m：第m 个隐藏层单元； 

yb：第b个输出单元；yk：第k个输出单元：k：第k个标签. 

A B

输入层 输入层输出层 输出层隐藏层 隐藏层
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1.2　基于标签相关性的 FECC　传统的分类器链结

构由输入的标签集顺序确定标签链，链中每个基分

类器的输入空间均接受先前的基分类器输出结果，

并训练一个标签。分类器链可以让每个基分类器学

习标签间的局部关联特征，使分类器具有更好的分

类性能。假设 2 个强正相关的标签可以相互学习更

多的特征，而 2 个不相关或负相关的标签可能会增

加分类器训练时的数据冗余度，甚至发生误差传播

影响分类精度。因此，解决不相关或负相关的标签

问题可以有效提高分类器链的分类性能。

单个 FEC 可以学习多标签数据的深层特征，

却忽略了标签间的关联信息。使用链式结构将 FEC
连接起来构建一条 FECC 能够有效学习不同 RA
中医证候之间的关联信息。本研究在标签集 y＝
［y1,…,yi,…,yj,…,yk］输送到分类器链前，使用一种

相关系数衡量标签间的相关性。首先利用协方差公

式度量 2 个标签间的相关性，协方差计算公式为

cov(yi,yj)＝
∑ N

n ＝ 1 (yni
－yni

) (ynj－ynj)
N－1

 （1）

其中 N 为实例个数，yi 和 yj 分别为 2 个标签，标签

yi 和 yj 的相关性强弱取决于 cov(yi,yj) 值；协方差受

标签尺度影响，从协方差中引出相关系数 ρ 来衡量

标签相关性，ρ 计算公式为

ρ＝
cov(yi,yj)

σyi
 σyj

 （2）

其中 σyi
和 σyj

分别为 2 个标签的方差。方差计算公

式为

σ(yi,yj)＝
∑ N

n＝1 (y(ni,nj)－y(ni,nj)) (y(ni,nj)－y(ni,nj))
N－1

     （3）

在分类器链中设置标签阈值，即

csign(ρ)＝
1, ρ＞0.5
0, ρ≤0.5

 （4）

若 ρ 大于阈值 0.5，标签 yi 和标签 yj 的正相关性较

强，即为强正相关标签，将基分类器 FECi 的输出

结果输入基分类器 FECj 的输入空间；否则标签 yi

和标签 yj 不相关或弱正相关甚至负相关，基分类

器 FECi 的输出结果不输入基分类器 FECj 的输入 
空间。

FECC 增强了标签的局部相关性，也减少了分

类器冗余，具有更好的分类性能。对于标签间存在

相关性的数据集，通过考虑标签间相关性强弱来调

节基分类器输入，使其合理地利用标签间的关联

信息，减少分类器链的冗余度和误差传播，增强模

型的分类能力。图 2 所示为 FECC，该分类器链中

共有 8 个 FEC。通过衡量标签间的相关性重新确

定 FECC 中的标签集顺序 y＝［y1
1,y

1
2,…,y1

8］，每个

基分类器 FEC 的输入为 Xs＝［X,(y1
1',…,y1's－1)］，其

中 1≤s≤8。例如，若标签 y1
3 与标签 y1

4 的相关性较

弱，基分类器 FEC3 的输出 y1
3' 不会作为输入结果送

入基分类器 FEC4 的输入空间，基分类器 FEC4 的输

入空间为 X4＝［X,(y1
1',y

1
2')］；若标签 y1

2 和标签 y1
7 的

相关性较弱，则基分类器 FEC2 的输出 y1
2' 不能作为

输入结果送入基分类器 FEC7 的输入空间，基分类

器 FEC7 的输入空间为 X7＝［X,(y1
1',y

1
3',y

1
4',y

1
5',y

1
6')］。

图 2　FECC 结构图

Fig 2　Structure diagram of FECC
FECC：特征提取分类器链；FEC：特征提取分类器．xa：第a个输入单元；hn：第n个隐藏层单元；yk：第k个输出单元：k：第k个标签；

y'：输入到FEC中的乱序标签集．

输入层 输出层隐藏层

FEC

输入 输出标签
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1.3　集成学习融合策略　分类器链能够学习标签

间的局部关联信息，对于多标签数据具有较好的分

类效果，但不同的标签集顺序也会影响分类器链的

分类性能。与单一分类模型相比，集成学习模型结

合了多个弱模型预测结果，具有更高的分类能力。

典型的集成学习方法包括袋装法（bagging）和提

升法（boosting）。袋装法是指对原始数据集有放

回的随机抽样，采用投票机制，将每个基学习器分

类的结果进行统计，然后根据投票结果确定最终的

分类标签。提升法为各模型的预测结果赋予不同的

权重，加权求和结果作为最终结果。本研究采用集

成学习方法，对 FECC 进行扩展，随机打乱输入到

分类器链的标签集顺序，每个标签的分类结果由每

条链对应的子标签分类结果投票决定。

图 3 所示为 FEN 模型结构，基本思想是构

建 M 条 FECC，每条由 K 个基分类器 FEC 连接构

成。其中，第 m 条链的第 k 个基分类器可表示为

FECm
k。由于 RA 中医证候的标签数目为 8，则每条

分类器链中有 8 个基分类器 FEC。确定相关性强弱

的标签后，将新的标签集 Y＝［yα1
, yα2

,…, yα8
］随机排

序后输入 FECC 中，最终每个标签的分类结果由每

条链中相应子标签分类结果投票决定。

图 3　FEN 模型结构图

Fig 3　Structure diagram of FEN model
FEN：集成神经网络链；RA：类风湿关节炎；FEC：特征提取分类器；FECC：特征提取分类器链．xn：第n 个样本；fl：第l 个特征；

FECCm：第m个FECC；FECm
1～FECm

8：第m个FECC中第 1～8 个FEC；ym
1～ym

8：第m个FECC中第 1～8 个FEC的对应标签：ym'
1～ym'

8：

第m个FECC中第 1～8 个FEC的输出标签．

在 FEN 模型中，扩展了 M 条 FECC，每条有 

K 个基分类器 FEC。在模型训练中首先通过协

方差理论衡量标签间的相关性，确定新的标签集 

Y＝［yα1
, yα2

,…, yα
k
］。将新的标签集随机打乱顺序分

别输入到集成分类器链（ensemble classifier chain，

Ecc）中。假设第 m 条 FECC 的随机标签集序列为

Y m＝［ym
α1

, ym
α2

,…, ym
α

k
］。对于第 m 条 FECC 的第 i 个

基分类器的输入为 Xm
i＝［X,(ym

α1
',…, ym'αi－1

)］，对应的

函数为 f m
i (X mi)，输出结果为 Om

αi
，输出结果乘以前

一个的输出为
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Pm
αi
＝Pm

αi-1·
Om

αi
 （5）

预测结果为

ym
αi
＝csign(Pm

αi
) （6）

在模型测试中，对于第αk 个标签，其最终输出为M个

基分类器输出的加权求和，即

yi＝ ∑ M
i＝1 y

m
αi

1
M  （7）

最终得到的预测结果为 Y＝［y1, y2,…, yk］。

FEN 的详细算法流程如图 4 所示。

2　实验结果与分析

2.1　RA 中医证候数据集及预处理　所采用的实验

数据来自中国中医科学院广安门医院 1 683 例 RA
患者的临床数据集。删除存在缺失值和错误值的

病例，去除部分冗余信息如患者社会学资料、实验

室指标等，保留了 11 种 RA 中医证候特征，分别为

主证、兼证、主证 -主症、主证 -次症、兼证 -主

症、兼证 -次症、脉象、舌色、舌形、苔质、苔

色。主证是 RA 的主要病症，兼证是与主证在同一

时间出现的兼杂病症。主证和兼证均含有相同的

8 种 RA 中医证候，分别为风湿痹阻证、寒湿痹阻

证、肝肾不足证、气血两虚证、气阴两虚证、湿热

痹阻证、痰瘀痹阻证、瘀血阻络证。对于每例 RA

患者既有主证，也可能具有兼证，即每例 RA 患者

具有 1～2 个 RA 中医证候，因此 RA 中医证候分类

属于多标签分类。图 5 所示为 1 683 例患者不同主

证的数量及不同主证下兼证所占比例，其中湿热痹

阻证样本最多（511例），气阴两虚证最少（69例）； 
主证为瘀血阻络证的样本中无其他兼证者占 46%
（38/82），既有瘀血阻络证又有兼证风湿痹阻证

者占 27%（22/82）。

另外 9 种（主证 -主症、主证 -次症、兼证 -

主症、兼证 -次症、脉象、舌色、舌形、苔质、苔

色）RA 中医证候特征则是 RA 中医证候的常见症

状，本研究将这 9 种特征作为 RA 中医证候分类特

征，如表 1 所示。

图 4　FEN 的算法流程

Fig 4　Algorithm flow of FEN
FEN：集成神经网络链；FEC：特征提取分类器．
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 气血两虚证
 寒湿痹阻证
 肝肾不足证
 风湿痹阻证

图 5　1 683 例类风湿关节炎（RA）患者不同主证、兼证分布

Fig 5　Distribution of different main and accompanying syndromes in 1 683 rheumatoid arthritis (RA) patients

表 1　9 种类风湿关节炎（RA）中医证候特征描述

Tab 1　Feature description of 9 kinds of traditional Chinese medicine syndromes of rheumatoid arthritis (RA)
特征 特征条目 特征条目数

主证-主症 关节疼痛、肿大或僵硬变形、腰膝酸软或腰背酸痛、关节肿痛久不消、疼痛夜甚等 27
主证-次症 关节僵硬变形、关节局部皮色发红、口渴或渴不欲饮、关节肌肉刺痛、发热等 114
兼证-主症 关节疼痛、肿大或僵硬变形、腰膝酸软或腰背酸痛、关节肿大伴气短乏力等 25
兼证-次症 关节僵硬变形、关节局部皮色发红、口渴或渴不欲饮、关节局部色暗等 112
脉象 浮、滑、细、缓、涩、弦、数、结等 86
舌色 暗、淡白、淡红、淡白、绛、紫、淡红等 30
舌形 娇嫩、瘦薄、胖大、芒刺、裂纹、齿痕、正常等 44
苔质 薄、腻、燥、腐、滑、润、厚、剥等 49
苔色 黑、白、黄、灰 4

从表 1 中可以看出每个特征包括不同数量的特

征条目，且这些特征条目均为离散型。为了保证结

果的可靠性，对于轻微缺失值进行补零处理，并删

除具有较多缺失值的样本。本研究采用 one-hot 编
码方式将 RA 中医证候分类特征转换为数字特征，

共 491 个数据特征。因此，经过处理后的数据样

本包含 8 个标签和 491 个特征。使用 one-hot 编码

将每个病例的标签和特征使用 0、1 的方式表示， 
0 表示该病例没有该证候或特征，1 表示该病例有

该证候或特征。

2.2　评价指标　采用 3 种损失指标和 3 种性能指

标评价模型的分类效果。3 种损失指标分别为汉明

损失（Hamming loss）、1- 错误率（one-error）和

排名损失（ranking loss），损失指标的值越小表明

模型的分类效果越好；3 种性能指标分别为准确度

（accuracy）、召回率（recall）和F1 值（F1-score），

性能指标的值越大表明模型的分类效果越好。此

外，还使用平均精度（average precision）作为多标

签分类结果的评价指标，其值越大表明模型性能越

好；使用几何平均值（geometric mean，G-mean）
衡量模型的综合表现。各指标定义为

               汉明损失＝ ∑ n
i＝1

1
n

1
m |YiΔZi| （8）

               1- 错误率＝ ∑ n
i＝1

1
n δ (argminγi(λ)) （9）

               排名损失＝ ∑ n
i＝1

1
n

1
|Yi||Yi|

|{(λa,λb):γi(λa)＞γi(λb),(λa,λb)∈Yi×Yi}|  （10）

               准确度＝
真正例数＋真负例数

真正例数＋真负例数＋假正例数＋假负例数
×100% （11）

               召回率＝
真正例数

真正例数＋假负例数
×100% （12）
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其中 n 为样本数，式（8）中 Yi 是第 i 个样本的真实

标签集合，∆Zi 表示第 i个样本的预测值Z的偏移量，

δ 表示指示函数，argminγi(λ) 表示在给定样本 i 的相

关度评分 γi(λ) 中取得最小值的 λ 的索引，式（10）

和（15）中的 Yi 是第 i 个样本的相关样本集合，Yi是

第 i 个样本的不相关样本集合，|Yi | 和 | Yi | 分别是它

们的元素个数，λa 和 λb 表示第 i 个样本与其他样本

的关系，a、b 代表样本在序列中的排列顺序，γi(λ) 
是样本 i 与 λ 的相关度评分。

2.3　消融实验

2.3.1　FEC网络隐藏层层数对多标签分类的影响　当网

络隐藏层的层数较少时，模型无法学习到数据的深

层特征，导致模型各项评价指标均较差。如果网络

隐藏层的层数过多则会导致模型过拟合，因此需要

选择合适的层数以提高模型的精度和泛化性能。 
图 6 所示为不同隐藏层层数对模型性能的影响结

果。当隐藏层层数为 2 时，汉明损失、1- 错误率和

排名损失均最低，准确度、召回率和F1 值均最高，

故将该隐藏层的层数作为模型 FEC 网络参数。

在神经网络中，隐藏层节点数对模型的性能影

响很大，不仅与输入、输出层的节点数有关，更与

需要解决问题的复杂程度和样本数据的特性有关。

               F1 值＝2×
精确率×召回率

精确率＋召回率
×100% （13）

               精确率＝
真正例数

真正例数＋假正例数
×100% （14）

               平均精度＝
|λ'∈Yi:γi(λ')≤γi(λ)|

γi(λ)
∑ n

i＝1
1
n

1
|Yi| ∑λ∈Yi  （15）

               灵敏度＝
真正例数

真正例数＋假负例数
 （16）

               G-mean＝√灵敏度×特异度  （17）

               特异度＝
真负例数

真负例数＋假正例数
 （18）

图 6　不同隐藏层层数的模型性能比较

Fig 6　Comparison of model performance with different hidden layers
A：损失指标；B：性能指标．

1 683 例 RA 样本按照 7 ∶ 3 的比例划分为训

练集（1 178 例）和测试集（505 例），为了使隐藏

层节点数接近训练样本数，将隐藏层节点数设置为 
1 024，与其他具有不同隐藏层节点数的模型的分类

性能对比结果见图 7。当 2 层隐藏层节点数均设置

为 1 024 时，模型的损失指标和性能指标均最优，可

见当节点数接近训练样本数时模型的分类效果更好。

2.3.2　FECC标签相关性对多标签分类的影响　对RA

多标签样本进行相关性分析，引入属性协方差描述

RA 中医证候任意 2 个标签之间的相关性，图 8 展

示了 8 个标签协方差分数。矩阵中的分数为正值

表明 2 个标签为正相关，分数值越高说明相关性越 
强；分数为负值表明 2 个标签为负相关，分数值越

小说明其反向程度越大。分析可知，痰瘀痹阻证与

肝肾不足证之间具有最强的正相关性，而瘀血阻络

证与肝肾不足证之间具有最强的负相关性。
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RA 中医证候真实值与模型预测值对比结果如

表 2 所示。病例 1 和病例 2 均患有痰瘀痹阻证和

肝肾不足证，由于这 2 个标签之间具有最强的正相

关性，对应的基分类器输入空间都能相互接收彼此

的信息，FEN 和分类器链都能准确预测其真实值。

病例 5 和病例 6 均患有瘀血阻络证和肝肾不足证， 
2 个标签之间具有最强的负相关性，对于这 2 个病

例，FEN 在模型训练时，2 个标签对应的基分类器

输入空间不会接收彼此的信息，避免了噪声干扰和

错误传播，可以正确预测其真实值；而分类器链由

于负相关标签的干扰，不能同时正确预测出肝肾不

足证和瘀血阻络证，对病例 5 只能预测出肝肾不足

证，对病例 6 只能预测出瘀血阻络证。通过衡量标

签相关性的方法可以避免噪声干扰和误差传播，有

效地提高模型的预测效果。

图 7　不同隐藏层节点数的模型性能比较

Fig 7　Comparison of performance among models with different number of nodes in hidden layers
A：损失指标；B：性能指标．

图 8　8 个标签协方差矩阵

Fig 8　Covariance matrix of 8 labels
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表 2　RA 中医证候真实值与模型预测值对比结果

Tab 2　Comparison of actual and predicted values of traditional Chinese medicine syndromes of RA

病例
真实值 FEN预测值 分类器链预测值

痰瘀痹阻证 肝肾不足证 瘀血阻络证 痰瘀痹阻证 肝肾不足证 瘀血阻络证 痰瘀痹阻证 肝肾不足证 瘀血阻络证

1 1 1 0 1 1 0 1 1 0
2 1 1 0 1 1 0 1 1 0
3 0 1 0 0 1 0 0 1 0
4 0 0 1 0 0 1 0 0 1
5 0 1 1 0 1 1 0 1 0
6 0 1 1 0 1 1 0 0 1
“0”表示病例没有该证候，“1”表示病例有该证候．RA：类风湿关节炎；FEN：集成神经网络链．

2.3.3　FEN中分类器链数量对多标签分类的影响　FEN
模型中分类器链的数目 M 选取值会对分类结果产

生影响。若 M 值过小，会减弱集成效果，不能有效

减少不合理标签序列对分类结果的干扰；若M 值过

大，则使得模型过大，导致参数量较多，训练时间

较长。根据经验值，本研究将 M 值设置为 8，图 9A 
展示了 M 值为 8 时每条分类器链 FECC 随着训练

次数增加损失值的变化曲线，图 9B、9C 分别展示

了 FEN 模型在不同阈值下针对 RA 中医证候样本

多标签分类的平均精度和 F1 值。平均精度是一种

基于标签排序的评估指标，在计算分类精度时考虑

了标签间的相关性，能更好地衡量多标签分类器的

分类性能。其中，FEN 模型在标签阈值设置为 0.5
时平均精度达到最大值，为 0.984 5。F1 值作为精

确率和召回率的调和平均数，可以精确地评价模型

效果的优劣，当标签阈值设置为 0.5 时模型的效果

达到最优，F1 值为 0.990 5。

2.4　交叉验证实验结果　表 3 所示为 FEN 模型

RA 中医证候多标签分类交叉验证结果。采用 10 折 
交叉验证法，将 1 683 例样本数据分成 10 份，然后

进行 10 次实验，每次实验都从这 10 份数据中选取

其中 9 份作为训练集来训练模型，其余 1 份作为测

试集（168 例）用于评估模型的性能。分析可知，

各项评价指标的标准差均小于 0.003，实验过程中

数据波动较小，每轮实验所用的数据均服从同一分

布。汉明损失、1-错误率和排名损失分别为0.003 6、
0.024 8 和 0.010 9，准确度、召回率和 F1 值分别为

97.52%、98.92% 和 99.18%，说明 FEN 对 RA 中医

证候样本的多标签分类具有较高的分类精度和较好

的泛化性能。

2.5　各种多标签分类器分类效果比较　FEN 与其

他 7 种典型多标签分类器［分类器链、LP、BR、

RakEL、ML-KNN、Ecc和集成二进制关联（ensemble 
binary relevance，Ebr）］对 168 例测试集样本 RA
中医证候的分类效果对比结果见表 4。FEN 的 3 种

损失指标汉明损失、1- 错误率和排名损失分别为

0.003 6、0.024 8 和 0.010 9，均低于其他 7 种分类

模型；FEN 的 3 种性能指标准确度、召回率和 F1
值分别为 97.52%、98.92% 和 99.18%，均高于其

图 9　FEN 模型的损失曲线及不同阈值下的平均精度和 F1 值

Fig 9　Loss curves of FEN model and average precision and F1-scores under different thresholds
A：损失曲线；B：平均精度；C：F1 值. FEN：集成神经网络链；FECC：特征提取分类器链．
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表 3　1 683 例 RA 中医证候分类 10 折交叉验证结果

Tab 3　10-fold cross-validation for classification of traditional Chinese medicine syndromes of 1 683 RA patients
交叉验证 汉明损失 1-错误率 排名损失 准确度/% 召回率/% F1 值/%

1 折 0.004 2 0.029 7 0.013 9 97.03 98.54 99.04
2 折 0.003 7 0.023 8 0.009 7 97.60 99.11 99.16
3 折 0.003 0 0.021 8 0.009 7 97.82 98.99 99.32
4 折 0.003 2 0.019 8 0.009 1 98.02 99.11 99.27
5 折 0.003 2 0.023 8 0.011 4 97.62 98.78 99.27
6 折 0.004 0 0.025 7 0.012 0 97.43 98.77 99.15
7 折 0.004 5 0.027 7 0.011 7 97.23 98.88 98.99
8 折 0.003 2 0.023 8 0.010 7 97.62 98.89 99.27
9 折 0.004 0 0.027 7 0.010 9 97.23 99.00 99.11

10 折 0.003 5 0.023 8 0.009 6 97.62 99.10 99.22
平均值, x±s 0.003 6±0.000 5 0.024 8±0.002 8 0.010 9±0.001 4 97.52±0.28 98.92±0.17 99.18±0.11

RA：类风湿关节炎.

他 7 种分类模型，可见 FEN 与其他多标签分类器

相比具有较高的分类精度和泛化性能。这是由于基

于问题转换的多标签分类模型（BR、分类器链）

将多标签分类转换为多个单标签分类，未能合理利

用 RA 中医证候标签之间的关联性，降低了 RA 样

本的分类精度；基于算法适应的多标签分类模型

（ML-KNN、RakEL、LP）通过扩展单标签方法

实现多标签分类，无法有效提取具有强关联特征的

RA 中医证候样本深层特征，使其分类性能较低；

而集成学习方法（Ecc、Ebr）则通过集成多个单分

类器仅学习部分标签之间的相关性，使分类精度降

低。本研究 FEN 模型采用 DNN 结构构建基分类器

FEC 提取 RA 中医证候特征，通过计算不同标签的

协方差分数划分标签的强弱关系，并采用链式结构

FECC 将标签输入到与之具有强相关性的标签基分

类器中，充分利用了标签间的关联性，减少了数据

冗余度和误差传播，而且基于集成学习方法分类器

链 FECC 结构，减少了不合理标签序列的干扰，提

高了模型的泛化性能。

表 4　各多标签分类器对 RA 中医证候的分类结果

Tab 4　Classification results of traditional Chinese medicine syndromes of RA by each multi-label classifier
n＝168, x±s

模型 汉明损失 1-错误率 排名损失 准确度/% 召回率/% F1 值/%
CC 0.006 9±0.000 7 0.048 1±0.004 2 0.024 3±0.002 3 95.19±0.42 97.34±0.27 98.42±0.16
LP 0.018 3±0.003 9 0.073 9±0.014 2 0.043 8±0.008 8 92.61±1.42 95.66±0.87 95.87±0.90
BR 0.007 7±0.000 5 0.057 2±0.004 3 0.029 0±0.002 2 94.28±0.43 96.79±0.25 98.25±0.12
RakEL 0.009 9±0.001 1 0.040 8±0.004 5 0.023 0±0.002 7 95.92±0.45 97.73±0.28 97.75±0.25
ML-KNN 0.032 5±0.002 0 0.165 3±0.010 6 0.093 6±0.004 3 83.47±1.06 90.03±0.53 92.38±0.48
Ecc 0.006 3±0.000 6 0.042 2±0.003 5 0.021 9±0.002 0 95.77±0.35 97.58±0.22 98.54±0.16
Ebr 0.006 8±0.000 6 0.052 8±0.004 7 0.026 5±0.002 6 94.71±0.47 97.04±0.30 98.42±0.15
FEN 0.003 6±0.000 5 0.024 8±0.002 8 0.010 9±0.001 4 97.52±0.28 98.92±0.17 99.18±0.11

RA：类风湿关节炎；CC：分类器链；LP：标签幂集；BR：二进制关联；RakEL：随机k- 标签集；ML-KNN：多标签K 最近邻；

Ecc：集成分类器链；Ebr：集成二进制关联；FEN：集成神经网络链．

图 10 为 505 例测试集样本中，各分类器对各

子标签在灵敏度和 G-mean 上的分类比较结果。灵

敏度衡量了模型对真正例的识别能力，本研究 FEN
模型判断寒湿痹阻证、湿热痹阻证、痰瘀痹阻证、

淤血阻络证和风湿痹阻证的灵敏度均达到 1.0，

FEN 能够有效地捕获并识别这些真正例。G-mean
综合考虑了分类器在正负 2 个类别上的性能，对每

个子标签的 G-mean 进行统计发现 FEN 对 8 个子标

标签的 G-mean 均超过 0.99，寒湿痹阻证、湿热痹

阻证、痰瘀痹阻证、瘀血阻络证和风湿痹阻证的
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G-mean 均达到 1.00。FEN 在标签输入时避免了弱

相关和负相关标签的干扰，充分利用了标签间的关

联性，减少数据冗余度和误差传播，对于 2 种评估

指标，FEN 均有较好的表现。而其他多标签分类

器如 BR 和 Ebr 在处理高度关联标签时可能表现较

差，在预测时无法正确捕捉到标签之间的关联性，

从而影响灵敏度和 G-mean；分类器链会按照标签

顺序逐个预测每个标签，如果标签的顺序选择不

当，可能无法准确地捕捉到标签之间的依赖关系；

RakEL 是在预测阶段随机选择一部分标签进行预

测，因此可能无法充分利用所有可用的标签信息；

LP 的性能高度依赖于标签组合的质量和覆盖率，

如果标签组合不充分或质量较低，会影响灵敏度

和 G-mean；ML-KNN 在计算标签邻居时，对样本

的密度敏感，如果不同标签类别的样本密度差异较

大，可能会影响预测结果，导致灵敏度和 G-mean
较低；Ecc 通过集成多个分类器链进行预测，不同

标签之间容易受到干扰，如果分类器链之间存在较

高的耦合度，可能导致模型整体性能下降，影响灵

敏度和 G-mean。

图 10　各多标签分类器对 RA 中医证候标签分类对比结果

Fig 10　Comparison results of each multi-label classifier for classification of traditional Chinese  

medicine syndrome labels of RA
RA：类风湿关节炎；CC：分类器链；BR：二进制关联；LP：标签幂集；RakEL：随机k-标签集；ML-KNN：多标签K最近邻；Ebr：集

成二进制关联；Ecc：集成分类器链；FEN：集成神经网络链；G-mean：几何平均值．

图 11 所示为在 505 例测试集样本中不同分类

器对每个标签分类的混淆矩阵。LP、BR 模型基于

单标签分类器实现多标签分类，忽略了标签之间的

关联性，导致证候标签预测错误，如 LP 在痰瘀痹

阻证、风湿痹阻证、气血两虚证和瘀血阻络证上有

9 例或以上预测错误，BR 在气阴两虚证和瘀血阻

络证上均有 7 例预测错误；分类器链、Ecc 模型虽

为集成学习策略，但忽略了标签之间的冗余，导致

部分证候标签出现偏差，如分类器链在痰瘀痹阻证

上有 6例预测错误、瘀血阻络证上有 7例预测错误，

Ecc 在湿热痹阻证上有 6 例预测错误、风湿痹阻证

上有 4 例预测错误。表 5 列出了不同多标签分类

器对 8 个标签分类的 F1 值，由于分类器链、BR、

Ecc、Ebr 采用相关性学习和 / 或集成学习，在 8 个

标签上均获得了较高的 F1 值；本研究模型 FEN 基

于协方差理论的相关性并结合集成学习，相较于其

他 7 个多标签分类器的 F1 值均值，在 8 个标签寒

湿痹阻证、气血两虚证、气阴两虚证、湿热痹阻

证、痰瘀痹阻证、瘀血阻络证、肝肾不足证和风湿

痹阻证上的F1值分别提高了 1.34%、1.21%、3.64%、

1.28%、4.70%、3.19%、2.35% 和 2.73%。FEN 在

8 个标签中以肝肾不足证、湿热痹阻证和痰瘀痹阻

证的 F1 值较高，根据图 8 的协方差矩阵可知肝肾

不足证和湿热痹阻证之间存在负相关，FEN 解决了

具有负相关的标签之间的干扰，在这 2 个标签上的

F1 值最高，同时肝肾不足证和痰瘀痹阻证之间具

有最强的正相关性，使在痰瘀痹阻证上也获得了较

高的 F1 值。因此，本研究模型 FEN 对各标签分类

的 F1 值优于其他多标签分类器，且能够合理地利

用标签间的相关性，有效地提高了对每个标签分类

的 F1 值。
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图 11　各分类器针对 RA 中医证候分类的混淆矩阵

Fig 11　Confusion matrix of each classifier for traditional Chinese medicine syndrome classification of RA
A：分类器链；B：标签幂集；C：二进制关联；D：随机k-标签集；E：集成分类器链；F：集成二进制关联；G：多标签K最近邻；H：集成

神经网络链． “0”表示没有该证候；“1”表示有该证候. RA：类风湿关节炎. 

表 5　各分类器针对 RA 中医证候分类的 F1 值

Tab 5　F1-scores of each classifier for traditional Chinese medicine syndrome classification of RA
中医证候 CC LP BR RakEL Ecc Ebr ML-KNN FEN

寒湿痹阻证 0.988 9 0.963 0 1.000 0 0.948 5 0.994 5 0.994 5 0.945 1 0.989 4
气血两虚证 0.986 8 0.960 5 0.984 8 0.990 9 0.987 3 0.987 3 0.962 3 0.991 9
气阴两虚证 0.983 7 0.953 1 0.956 1 0.961 7 0.987 0 0.980 5 0.863 6 0.989 9
湿热痹阻证 0.987 5 0.981 0 0.974 4 0.989 9 0.985 9 0.991 0 0.967 4 0.995 0
痰瘀痹阻证 0.957 8 0.923 4 0.986 3 0.988 4 0.979 1 0.983 0 0.824 3 0.993 5
瘀血阻络证 0.969 0 0.957 0 0.963 7 0.978 3 0.990 9 0.981 7 0.877 8 0.990 4
肝肾不足证 0.991 0 0.962 7 0.991 9 0.972 0 0.990 9 0.995 5 0.935 3 1.000 0
风湿痹阻证 0.990 4 0.951 0 0.980 1 0.971 0 0.978 5 0.978 5 0.903 4 0.991 0

RA：类风湿关节炎；CC：分类器链；LP：标签幂集；BR：二进制关联；RakEL：随机k-标签集；Ecc：集成分类器链；Ebr：集成二

进制关联；ML-KNN：多标签K最近邻；FEN：集成神经网络链．

A B

C D

E F

G H

3　算法复杂度与特征贡献度分析

3.1　算法复杂度　对于基于问题转换法的多标签

分类任务计算成本包括基本分类模型和问题转换

结构。其中，不同的问题转换结构可以选择不同的

基分类器。本研究将 Fy() 定义为一个基分类器 y 的

时间复杂度。假设多标签分类数据集有 x 个实例，

每个实例由 n 个维度和 k 个标签组成。对于 BR 模
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型只需计算每个标签 k 次，因此 BR 模型的时间复

杂度为 O(kFy(x,n))。分类器链保留了 BR 的低复杂

度，并扩展了特征空间提取标签相关性，因此分类

器链的时间复杂度为 O(kFy(x,n＋k))。Ecc、Ebr 则
分别生成 m 个分类器链和 BR，其时间复杂度分

别为 O(mkFy(x,n＋k))、O(mkFy(x,n))。本研究模型

FEN 定义了基分类器 FEC，并生成链式结构分类器

链 FECC，再采用集成学习扩展 FECC，其保持了

与 Ecc 同样的时间复杂度，即 O(mkFy(x,n＋k))，但

获得了更好的分类精度和泛化性能。

3.2　特征贡献度　主证和兼证的特征贡献度分析

对于 RA 临床诊断和治疗具有重要的参考价值，本

研究针对 1 683 例样本分析了 RA 中医证候分类中

主证和兼证的特征贡献度。主证和兼证中均是主症

的贡献度最高，分别为 46.0% 和 50.8%，该特征对

于 RA 中医证候的诊断贡献度占比超过了 45%，在

RA 中医证候的诊断中可以作为良好的诊断指标。

其次是次症的贡献度占比，分别达到了 17.7% 和

26.4%，脉象和舌诊（苔色、舌色、苔质、舌形）

的贡献度占比有所不同，主证中的脉象、苔色、

舌色、苔质和舌形的贡献度占比分别为 11.4%、

11.1%、7.8%、4.2% 和 1.8%，兼证中的舌色、脉

象、苔色、苔质和舌形的贡献度占比分别为7.0%、

6.9%、3.4%、2.8% 和 2.7%。由此可见，主症和次

症特征均可作为判断 RA 中医证候分类的重要指

标，这也与临床 RA 诊断经验相符。因为中医学提

出一种“疾病 -证候 -症状”关联网络以探索 RA
中医证候的生物学内涵［1］，证候差异表达基因与

其症状相关基因存在交集，因此主症、次症成为影

响主证和兼证分类的主要因素。

4　总　结

本研究提出了一种基于集成神经网络的模型

FEN，实现临床 RA 中医证候多标签分类。该模型

构建基于 DNN 的基分类器提取临床 RA 样本的深

层特征；根据协方差理论衡量标签相关性，调节分

类器链的输入标签集，减少负相关或弱相关标签的

干扰，合理学习局部标签的关联信息；采用集成学

习方法构建多条分类器链，为每条链随机输入不同

标签序列，减少不合理标签对分类的影响，提高了

模型的分类精度和泛化性能。本实验结果表明，与

其他多标签分类方法相比，FEN 模型具有较好的分

类精度和泛化性能。由于 FEN 模型采用了 DNN 和

集成学习，与传统多标签分类模型相比，需要更多

参数和更长训练时间，后期将重点研究如何减少模

型参数量和训练时间。此外，本研究还分析了影响

临床 RA 中医证候分类的特征贡献度，主症、次症

是影响主证和兼证分类的主要因素，这为 RA 中医

证候临床诊断提供了参考。
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