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［摘要］ 目的 利用通路关联深度神经网络和多种机器学习算法筛选不同病因急性肾损伤（AKI）共同的关

键基因和重要通路。方法 将从基因表达汇编（GEO）数据库下载的 AKI 微阵列数据集 GSE30718、GSE37838、
GSE53769、GSE108113、GSE125779、GSE99325、GSE174020 进行合并，包括 60 个 AKI 患者肾脏样本和 79 个健

康对照肾脏样本，按 8 ∶ 2 比例划分为训练集和测试集，用于通路关联深度神经网络以及最小绝对收缩和选择算子

（LASSO）、随机森林（RF）、支持向量机（SVM）-递归特征消除（RFE）、极限梯度提升树（XgBoost）4 种机

器学习算法的训练和评估，以筛选不同病因 AKI 的共同关键基因和通路。将下载的数据集 GSE99340、GSE1563 进

行合并，包括 43 个 AKI 患者肾脏样本和 36 个健康对照肾脏样本，作为外部验证集用于基于最终筛选基因的 LASSO
模型和列线图性能测试。采用 ROC 曲线、精确度、召回率、准确度、F1 分数对通路关联深度神经网络和机器学习

算法进行评估。对 AKI 转录组数据进行 CIBERSORT 免疫细胞浸润评估，并对最终筛选的共同关键基因与免疫细胞

浸润水平进行 Pearson 相关分析。结果 5 折交叉验证训练的通路关联深度神经网络在测试集中的 AUC 为 0.914 5± 

0.007 0，精确度为 0.750 0±0.044 0，召回率为 0.923 1±0.048 0，准确度为 0.838 7±0.016 0，F1 分数为 0.827 6± 

0.020 0，对 AKI 产生了稳健且高精度的分类性能，并识别了关键通路和候选基因子集。4 种机器学习算法在测试集的

AUC≥0.860，精确度≥0.750，召回率≥0.800，F1 分数≥0.774，均实现了对 AKI 的高判别性能，并筛选出 7 个不同

病因 AKI 的共同关键基因，分别为 CD86、C-X-C 基序趋化因子配体 10（CXCL10）、发动蛋白 2（DNM2）、原癌基

因 FOS、转录因子 12（TCF12）、VGF 神经生长因子诱导蛋白（VGF）、A 激酶锚定蛋白 5（AKAP5）。基于最终

筛选基因的LASSO 模型测试集AUC 为 0.940 4，外部验证AUC 为 0.944 4，模型对AKI 样本表现出极高的鉴别能力，

证明了基因的整体调控性能。基于筛选的 7 个基因构建的列线图具有较高的分类性能，AUC 为 0.928 9，验证了筛选

的个体基因的突出贡献和整体作用。免疫细胞浸润分析显示初始 B 细胞、活化的肥大细胞、单核细胞、M1 型巨噬细

胞、记忆 B 细胞、活化的树突状细胞在 AKI 样本和健康对照样本间差异有统计学意义（均 P＜0.05）。M1 型巨噬细

胞、单核细胞与 CD86、CXCL10 呈正相关，活化的肥大细胞与 FOS 呈正相关，初始 B 细胞与 CD86、CXCL10 呈负相

关（均P＜0.01）。活化的肥大细胞与VGF呈正相关、与CD86和TCF12呈负相关，而记忆B细胞与CD86呈正相关（均

P＜0.05）。结论 结合通路关联深度神经网络和多机器学习分类器策略能从高维、复杂异质的转录组数据中挖掘具

有高价值的关键基因，可作为 AKI 潜在的治疗干预靶点。
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microarray datasets GSE30718, GSE37838, GSE53769, GSE108113, GSE125779, GSE99325, and GSE174020 downloaded 
from the Gene Expression Omnibus (GEO) database were merged, including 60 kidney samples from AKI patients and 79 
kidney samples from healthy controls. They were divided (8 ∶ 2) into training sets and test sets, and were used to train and 
evaluate pathway-associated deep neural network and 4 machine learning algorithms, including least absolute shrinkage and 
selection operator (LASSO), random forest (RF), support vector machine-recursive feature elimination (SVM-RFE), and 
extreme gradient boosting (XgBoost), to screen for common key genes and pathways of different etiologies of AKI. The 
downloaded datasets GSE99340 and GSE1563 were merged, including 43 kidney samples from AKI patients and 36 kidney 
samples from healthy controls, which were used as external validation sets for LASSO model and nomogram performance 
test based on the final screened genes. The pathway-associated deep neural network and machine learning algorithms 
were evaluated using receiver operating characteristic curves, precision, recall, accuracy, and F1-score. The immune cell 
infiltration characteristics were explored in AKI via cell-type identification by estimating relative subsets of RNA transcripts 
(CIBERSORT), and Pearson correlation coefficients were used to evaluate the correlation between the final screened common 
key genes and immune cell infiltration levels. Results The pathway-associated deep neural network trained by 5-fold cross 
validation produced an area under curve (AUC) of 0.914 5±0.007 0, a precision of 0.750 0±0.044 0, a recall of 0.923 1± 

0.048 0, an accuracy of 0.838 7±0.016 0, and an F1-score of 0.827 6±0.020 0 in the test set, yielding a robust and highly 
accurate classification performance for AKI, and identified key pathways and a subset of candidate genes. The 4 machine 
learning algorithms all achieved high discriminative performance for AKI in the test set with AUC≥0.860, precision≥0.750, 
recall≥0.800, and F1-score≥0.774, and screened 7 common key genes for AKI with different etiologies, including CD86, 
C-X-C motif chemokine ligand 10 (CXCL10), dynamin 2 (DNM2), proto-oncogene FOS, transcription factor 12 (TCF12), 
VGF nerve growth factor inducible (VGF), and A kinase anchoring protein 5 (AKAP5). Based on the final screened common 
key genes, the LASSO model had an AUC of 0.940 4 for the test set and an AUC of 0.944 4 for the external validation, and 
the model showed a very high discriminatory ability for the AKI, which demonstrated the overall regulatory performance of 
the genes. The nomogram constructed based on the screened 7 genes demonstrated the highest classification performance 
with an AUC of 0.928 9, validating the outstanding contribution and overall action performance of the screened individual 
genes. Immune cell infiltration analysis showed that there were significant differences in B cells naïve, mast cells activated, 
monocytes, macrophages M1, B cells memory, and dendritic cells activated between AKI samples and healthy control samples 
(all P＜0.05). Macrophages M1 and monocytes were positively correlated with CD86 and CXCL10, mast cells activated were 
positively correlated with FOS, and B cells naïve were negatively correlated with CD86 and CXCL10 (all P＜0.01). Mast cells 
activated were positively correlated with VGF and negatively correlated with CD86 and TCF12, while memory B cells were 
positively correlated with CD86 (all P＜0.05). Conclusion Strategy combining pathway-associated deep neural network 
and multiple machine learning classifiers can mine high-value key genes from high-dimensional, complex and heterogeneous 
transcriptomic data as potential targets for therapeutic interventions in AKI.
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急性肾损伤（acute kidney injury，AKI）是一

种病因多样、异质性高的临床常见危重症，血容量

不足、尿路感染、服用药物等均可导致 AKI［1］。

AKI 的发病机制复杂，涉及缺血再灌注损伤、炎症

反应、自噬、细胞凋亡等多个方面［2-3］，有着极高

的发病率和死亡率［1］，目前临床工作中尚缺乏针

对性强、个体化的有效治疗方法［4］。研究者们一

直致力于探寻不同 AKI 病因背后的共同关键调控

机制，从而给予针对性干预，以促进 AKI 的精准管

理和有效治疗。

深度学习能从规模庞大、异质复杂、非线性

的数据中挖掘高价值信息，近年来已被应用于多种

疾病（如自身免疫性肝病［5］、新型冠状病毒感染［6］、

牙周炎［7］、乳腺癌［8］等）复杂病因的探索与研究

中，并开发了新的治疗靶点。本研究利用深度神经

网络并结合多种机器学习算法对人类肾脏转录组

数据进行分析，筛选异质性、不同病因 AKI 共有的

关键基因，并探讨其潜在功能，期望鉴定出的基因

能够成为 AKI 治疗的新靶点，推进 AKI 的个体化 
治疗。
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1 材料和方法

1.1 数据集的选择及处理 在基因表达汇编（Gene 
Expression Omnibus，GEO）数据库（http://www.ncbi. 
nlm.nih.gov/geo/）中搜索关键词“acute kidney injury”，

按照以下标准下载数据：（1）样本组织为肾脏；

（2）研究物种为人类。最终获得 9 个数据集，分别

为 GSE30718、GSE37838、GSE53769、GSE108113、
GSE125779、GSE99325、GSE174020、GSE99340、
GSE1563。表 1 为本研究数据集AKI组和健康对照组

信息。根据数据集的探针标注文件，用R脚本将全部

数据集探针转换成相应的基因符号。

表 1 数据集中 AKI 组和 HC 组信息

Tab 1 Information of AKI and HC groups in datasets
Dataset Year Description of AKI etiology Description of HC AKI, n HC, n

GSE30718 2011 Renal ischemia reperfusion injury Nephrectomy biopsy 28 8
GSE37838 2012 Renal ischemia reperfusion injury Nephrectomy biopsy 17 8
GSE53769 2014 Acute tubular necrosis Well-functioning transplant biopsy 8 28
GSE108113 2017 Healthy normal donor kidneys 0 11
GSE125779 2019 Healthy normal donor kidneys 0 8
GSE99325 2017 Healthy normal donor kidneys 0 4
GSE174020 2021 Kidney transplant with acute rejection Well-functioning transplant biopsy 7 12
GSE99340 2017 Immune-mediated kidney injury Healthy normal donor kidneys 43 17
GSE1563 2004 Well-functioning transplant biopsy 0 19

AKI: Acute kidney injury; HC: Healthy control.

合并数据集GSE30718、GSE37838、GSE53769、
GSE108113、GSE125779、GSE99325、GSE174020
作为本研究的训练集和测试集（包含 60 个 AKI
患者肾脏样本和 79 个健康对照肾脏样本），筛

选、识别对区分 AKI 组和健康对照组有重要影响

的关键通路和候选基因。合并数据集 GSE99340、
GSE1563 作为外部验证队列（包含 43 个 AKI 患者

肾脏样本和 36 个健康对照肾脏样本），验证筛选

出的共同关键基因表达及其整体调控。合并的数据

集均通过 R 软件 sva 包的 ComBat 方法进行批次效

应消除，并作标准化处理［9］。

本研究采用修改的通路关联稀疏深度神经网

络（pathway-associated sparse deep neural network，
PasNet）［10］来学习合并的异质、高维 AKI 转录组

数据表征。为此，需重新定义生物学通路，将其整

合到神经网络，下载通路来源于分子特征数据库

（Molecular Signatures Database，MSigDB）的生物 
学通路数据库［11］。下载、整理 Reactome（生物分

子通路知识数据库）中的生物学通路，滤除基因 
数＜30 的通路以避免冗余。

为了将通路整合到神经网络并表示基因与通

路的关系，创建基因层和通路层之间的掩码矩阵 M
进行基因的通路注释，并排除不属于任一生物通路

的输入特征基因。最终基于合并的AKI数据集，修

改的PasNet输入特征矩阵纳入 719 条通路和 4 943 个 
相关基因。

1.2 基于 PasNet 修改的通路关联深度神经网络体

系架构 本研究通过修改 PasNet 架构以适应 AKI
转录组数据的学习和表征。修改的 PasNet 架构仍设

计为一个稀疏前馈神经网络，共构建 4 层，包括输

入层（基因层）、通路层、隐藏层和输出层（图 1）。

输入层由基因组成，重新调整输入层结构，改变输

入层神经元数量，以适应 AKI 转录组数据的基因 
特征。

修改的 PasNet 通过神经网络层次结构模拟基

因与通路间的层次效应、构建数据的抽象表示，其

通路层是生物通路的表示形式，根据 AKI 表达谱数

据下载、整理 Reactome 通路。通过调整的通路及

每个通路所包含的特定 AKI 基因成分在基因层与

通路层之间建立对应层次和关联。使用制作的生物

通路数据库 Reactome 的二值掩码矩阵 M 初始化基

因层和通路层的连接。矩阵 M 定义为 M∈Pn×m，

其中 n、m 分别表示通路个数和输入特征基因个数。

如果基因 j 属于通路 ⅰ，则 M 的一个元素 mij 设为 1，
否则为 0。因此，修改的 PasNet 是通过矩阵 M 调

整的基于基因与通路关系建立的稀疏编码模型。
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择，包括最小绝对收缩和选择算子（least absolute 
shrinkage and selection operator，LASSO）回归［12］、

支持向量机（support vector machine，SVM）-递归

特征消除（recursive feature elimination，RFE）［13］、 
极限梯度提升树（extreme gradient boosting，XgBoost）［14］

和随机森林（random forest，RF）［15］。

利用 R 软件 randomForest 包建立 RF 模型，输入

训练队列数据进行训练，对特征进行重要性评分和

排序，选取基尼系数前 20 位的基因作为候选基因。

LASSO 模型是评估高维数据的降维方法，采

用 R 软件 glmnet 包进行 LASSO 回归分析，并进行

10 倍交叉验证，选择使得交叉验证结果 AUC 最高

的 λ 值所对应的 LASSO 模型进行基因筛选。

XgBoost分类器则通过R软件 xgboost包实现，

基于 5 折交叉验证后确立模型最佳参数，根据特征

在模型中的权重计算重要性排序，选取前 20 个基

因作为候选基因。

SVM 算法是性能出色、最为流行的机器学习

算法之一，基于 R 软件 e1071 包执行一种迭代算法

SVM-RFE［16］。输入训练队列初始基因特征开始迭

代计算，在每轮中使用基因的表达值拟合一个简单

的线性 SVM，根据 SVM 解决方案中的权重对特征

进行排序，削减一半权重较低的特征，最终获得全

部特征排序结果，选取前 20 个基因作为候选基因。

最后确定基于上述 4 种机器学习算法的、重叠

的候选基因，作为不同病因 AKI 共有的关键基因，

并通过维恩图可视化。

1.4 基于最终筛选的关键基因建立 LASSO 回归 
模型 根据最终筛选的关键基因，使用训练队列和

R 软件 glmnet 包开发 LASSO 模型。将训练队列关

键基因表达数据用于 LASSO 模型的 10 倍交叉验

证拟合。为了评估 LASSO 模型的稳健性和判别性

能，使用 R 软件 pROC 包绘制其在 AKI 外部验证集

中的 ROC 曲线并计算 AUC［17］。

1.5 免疫细胞浸润分析的 CIBERSORT（cell-type 
identification by estimating relative subsets of RNA 
transcripts）评估 CIBERSORT 是一种反卷积算

法，广泛用于标记微环境中不同类型免疫细胞的

基因组［18］。经 CIBERSORT 分析，得到每个样本

中 22 种免疫细胞类型的比例和每个样本反卷积结

果的 P 值，P＜0.05 的样本被认为是可信的。采用

Wilcoxon秩和检验分析免疫细胞比例差异，P＜0.01

图 1 修改 PasNet 建立的通路关联深度神经网络体系架构

Fig 1 Pathway-associated deep neural network 

architecture built by modified PasNet
ω(1): The input and pathway layer connection weights, which 

were initialized by the binary mask matrix M and therefore here 

they behave as sparse connections; ω(2): Weight matrix between 

pathway layer and hidden layer; ω(3): Weight matrix between 

hidden layer and output layer; x11, x12,…, x1n: The expression 

value of the genes input into the PasNet (n＝4 943); PasNet: 

Pathway-associated sparse deep neural network; AKI: Acute 

kidney injury.

隐藏层表示生物通路间的相互作用和非线性

关联，每个节点表示多条生物通路的关联效应，为

了增强网络学习，通过增大隐藏层神经元数目加强

捕获通路之间非线性作用。最后，通过输出层计算

输出结果的后验概率。输出层将使用 2 个节点综合

隐藏层的累积效应，对临床结果进行分类，如 AKI

和非 AKI。最终，通过修改 PasNet 建立通路关联深

度神经网络，通过分析生物过程的层次非线性关系

及基因与通路之间的关联来区分 AKI 和非 AKI，

并识别重要通路和关键基因子集。

通路关联深度神经网络训练采用 5 折交叉验

证，以保证性能的可重复性并避免过拟合。交叉验

证重复 5 次，在每次实验完成时保存神经网络参

数，然后在测试集中进行评估。最后选择性能最优

模型，在识别不同病因 AKI 中发挥重要作用的前

10 个生物学通路，统计前 10 条通路中基因出现的

频数，筛选出关键的候选基因子集作为后续多机器

学习分类器特征筛选的依据。

1.3 利用多种机器学习算法识别不同病因 AKI 共

同的关键基因 为进一步鉴定不同病因AKI共同、

最显著、最关键和最具价值的基因，同时避免单一

算法偏差，综合了多个机器学习分类器进行特征选

x11

x12

x1n

AKI

Non-
AKI

ω(1)

Pathway layer Hidden layer

Output layer

Input layer
(gene layer)

•••

•••

•••

ω(2)

ω(3)



海军军医大学学报　   2025 年 9 月，第 46 卷· 1152 ·

被认为是显著的。使用 Pearson 相关分析确定最终

筛选的关键基因与免疫浸润细胞的相关性，最后通

过 R 软件 pheatmap 包和 ggpubr 包可视化结果。

1.6 基于最终筛选的关键基因建立列线图 为了

整合各个关键基因和直观展示每个基因对 AKI 的
影响程度，基于训练队列数据，使用 R 软件 rms 包
构建基于基因的列线图模型区分 AKI 和非 AKI，
并通过 ROC 曲线和校准曲线验证模型的辨别力和

可靠性。在列线图中每个基因的表达都有 1 个对应

的分数点，总分反映了上述所有要素的总和。利用

外部验证数据集绘制分类列线图模型的ROC曲线。

1.7 性能指标 为了评估通路关联神经深度网络模

型和机器学习算法的整体性能，计算以下性能指标：

ROC曲线的AUC、召回率、精确度、准确度、F1 分

数。本研究中AKI被指定为阳性样本，定义TP、TN、

FP和FN分别为真阳性、真阴性、假阳性和假阴性样

本的数量。性能指标计算公式：召回率＝TP/（TP＋
FN），精确度＝TP/（TP＋FP），准确度＝（TP＋ 

TN）/（TP＋TN＋FP＋FN），F1分数＝2×召回率× 

精确度 /（召回率＋精确度）。

2 结 果

2.1 通路关联深度神经网络的通路筛选和候选基

因子集识别 本研究的训练和测试样本共 139 个，

其中AKI样本 60 个、健康对照样本 79 个，按 8 ∶ 2
比例分配为训练集和测试集。使用训练数据进行 5
折交叉验证的通路关联深度神经网络训练。最终通

路关联深度神经网络的AUC为 0.914 5±0.007 0，精

确度为 0.750 0±0.044 0，召回率为 0.923 1±0.048 0， 
准确度为 0.838 7±0.016 0，F1 分数为 0.827 6± 

0.020 0。选择其中最具稳健性和准确度的通路关联

深度神经网络模型判别 AKI 和非 AKI 样本，同时

产生高价值信息的候选基因子集以及用于推断 AKI
合理生物学机制的生物通路。

依据最佳性能的通路关联深度神经网络模型，

基于其网络节点和权值排序生成热图。图 2 显示

了排名前 10 位的生物学通路与隐藏节点间权值，

这些通路包括 IL-10 信号转导通路、趋化因子受体

结合趋化因子通路等。这 10 条重要的生物学通路

队列可能在 AKI 的生物过程中发挥重要作用。进

一步统计这 10 条通路中各个基因出现的频率并排

序。给定的基因集中共有 4 943 个基因，排序靠前

的基因有雄激素受体（androgen receptor，AR）、

活性调节细胞骨架相关蛋白（activity-regulated 
cytoskeleton-associated protein，ARC）、 凝 血 因

子 Ⅱ（prothrombin factor 2，F2）、 葡 萄 糖 激 酶

（glucokinase，GK）、 补 体 2（complement 2，
C2）、早期生长反应蛋白 1（early growth response 
protein 1，EGR1）等。多种通路共享着相同的基

因，其中AR 的出现频率最高，出现在 6 条通路中。

与之相比，补体 5（complement 5，C5）、长链

脂酰辅酶 A 合成酶 3（long-chain acyl-coenzyme A 
synthetase 3，ACSL3）等基因只出现在 1 条通路中，

据此识别具有较高价值的候选基因子集。

图 2 由修改的 PasNet 筛选的 10 条生物学通路 

与隐藏层间的绝对值权重热图

Fig 2 A heatmap of the absolute weights between 10 

pathway nodes selected by modified PasNet and hidden layer
PasNet: Pathway-associated sparse deep neural network; GPI: 

Glycosylphosphatidylinositol; PI3K: Phosphatidylinositol 

3-kinase; NGF: Nerve growth factor.
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2.2 结合多种机器学习分类器筛选共同的关键 
基因 如图 3 所示，最终 LASSO 模型测试集 AUC
为 0.947，精确度为 0.929，召回率为 0.867，准确度

为 0.912，F1 分数为 0.897，通过 LASSO 共识别出

19 个基因。RF 模型测试集 AUC 为 0.911，精确度

为 0.800，召回率为 0.800，准确度为 0.824，F1 分

数为 0.800，共筛选出 20 个基因。通过 SVM-RFE
算法循环递归式对基因特征进行排序，根据排序结

果选择前 20 个基因，基于选定基因的 SVM 模型

测试集 AUC 为 0.916，精确度为 0.857，召回率为

0.800，准确度为 0.853，F1 分数为 0.828。XgBoost
模型测试集 AUC 为 0.860，精确度为 0.750，召回

0
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率为 0.800，准确度为 0.794，F1 分数为 0.774，
共鉴定出 20 个基因。取上述 4 种算法输出交集，

得到 7 个基因作为最终筛选的不同病因 AKI 共同

的关键基因，分别为CD86、C-X-C基序趋化因子配

体（C-X-C motif chemokine ligand，CXCL）10、发动 

蛋白 2（dynamin 2，DNM2）、原癌基因 FOS、转 
录因子 12（transcription factor 12，TCF12）、VGF 
神经生长因子诱导蛋白（VGF nerve growth factor 
inducible，VGF）、A 激酶锚定蛋白 5（A kinase 
anchoring protein 5，AKAP5）。

图 3 机器学习算法筛选不同病因 AKI 共同的关键基因

Fig 3 Machine learning algorithms for screening common key genes of AKI with different etiologies 
A: The LASSO coefficient curve of the candidate gene set (trajectory of each coefficient of LASSO as lgλ changes); B: The curve of 

AUC for cross-validation as lgλ changes (in LASSO regression, 10-fold cross-validation is used to adjust parameter selection based 

on the evaluation metric AUC); C: The trend of out-of-bag (OOB) error as the number of decision trees varies in RF; D: The top 20 

genes were obtained using the method of decreasing average Gini coefficient in RF; E: The importance of genes obtained according 

to XgBoost algorithm; F: Venn diagram of the intersection of 4 machine learning outputs; G: AUC of 4 machine learning algorithms 

based on the expression samples of candidate gene set. AKI: Acute kidney injury; LASSO: Least absolute shrinkage and selection 

operator; AUC: Area under curve; RF: Random forest; XgBoost: Extreme gradient boosting; SVM: Support vector machine; TPR: 

True positive rate; FPR: False positive rate.

15

10

5

0

－5

－10

C
oe

ffi
ci

en
t

52

－8

49

－6

32

－4
lgλ

6

－2

0.9

0.8

0.7

0.6

A
U

C

52 52 52

－8－10 －6 －4 －2

50 49 49 47 38 24 13 6 3

lgλ

Gain

4 4

XgBoostLASSO

SVMRF

4 5

1 1

1

1
7

2

3 6
ACACB
DNM2

CA4
CXCL2

ADRA2A
ADIPOR2

CS
CR2

FGG
AMBP

BTC
BST1
BSG

XCL1
ICAM1

SGK1
AHCY

0 0.04 0.08 0.12 0.16

1.0

0.8

0.6

0.4

0.2

0

Se
ns

iti
vi

ty
 (T

PR
)

0.2 0.4 0.6 0.8 1.0
1－specificity (FPR)

A B

E                                                           F                                                                                               G

LASSO (AUC＝0.947)
RF (AUC＝0.911)
SVM (AUC＝0.916)
XgBoost (AUC＝0.860)

TCF12
CD86

CXCL10
ACACB
AKAP5

KL
FOS

CCL5
CD80

ACACA
EGR1

DNM2
VGF
CA4
CR1

TF
CXCL2

TPH1
JUNB

CCL19

0 0.5 1.0 1.5
Mean decreasing Gini

2.0 2.5 3.0 3.5 4.0
C D

0.6

0.5

0.4

0.3

0.2

0.1

Er
ro

r r
at

e

Number of trees
0 250 500 750 1 000

AKI
Non-AKI
Out-of-bag

－10



海军军医大学学报　   2025 年 9 月，第 46 卷· 1154 ·

2.3 基于最终筛选的关键基因的LASSO模型 基于 
最终筛选的基因构建 LASSO 模型，根据训练

的 模 型 得 到 以 下 公 式 Result＝1.42×CD86＋
0.15×CXCL10＋0.51×DNM2－0.45×FOS－
2 .90×TCF12－2 .36×VGF－2 .03×AKAP5＋
24.63。LASSO 模 型 内 部 测 试 AUC 为 0.940 4，
在外部验证队列中 AUC 为 0.944 4，基于基因的

LASSO 模型在外部验证队列表现出极高的判别能

力，CD86、CXCL10 和 DNM2 对 AKI 发展进程可

能起促进作用，FOS、TCF12、VGF、AKAP5 的表

达则可能抑制 AKI 的进展，模型的出色性能证明了

基因的调控机制和整体贡献。

2.4 AKI 样本的免疫特性 初始 B 细胞、活化的

肥大细胞、单核细胞、M1 型巨噬细胞、记忆 B 细

胞、活化的树突状细胞在 AKI 样本和健康对照样

本间差异有统计学意义（均 P＜0.05）。Pearson
相关分析结果显示，M1 型巨噬细胞、单核细胞与

CD86、CXCL10 呈正相关，活化的肥大细胞与 FOS
呈正相关，初始 B 细胞与 CD86、CXCL10 呈负相

关（均 P＜0.01）。另外，活化的肥大细胞与 VGF
呈正相关，与 CD86、TCF12 呈负相关，而记忆 B
细胞与 CD86 呈正相关（均 P＜0.05）。见图 4。

图 4 AKI 表达谱的免疫细胞浸润分析

Fig 4 Immune cell infiltration analysis of AKI expression profile
A: The distinct immune cell proportion of non-AKI (healthy) and AKI samples. *P＜0.05, **P＜0.01. n＝79 in non-AKI group, n＝60 

in AKI group. B: Fraction of 21 infiltrated immune cell subpopulations determined by CIBERSORT in non-AKI and AKI samples. C: 

The correlation between levels of immune cell infiltration and 7 screened genes. AKI: Acute kidney injury; CIBERSORT: Cell-type 

identification by estimating relative subsets of RNA transcripts; NK: Natural killer; AKAP5: A kinase anchoring protein 5; CXCL10: 

C-X-C motif chemokine ligand 10; DNM2: Dynamin 2; TCF12: Transcription factor 12; VGF: VGF nerve growth factor inducible.
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2.5 基于最终筛选的关键基因的列线图 如图

5A、5B 所 示，FOS 和 CD86 在 整 个 基 于 基 因 的

logistic 回归模型中贡献度最为显著，在 AKI 发展进

程中可能起着关键作用。图 5C 中校准曲线与理想

曲线存在一定偏差，但总体逼近理想曲线，表明列

线图性能十分优秀，基因组整体贡献、调控作用十
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分突出。建立ROC 曲线评估每个基因和列线图的分

类特异度和灵敏度，每个项目的 AUC 和 95%CI 如
下：CD86 （AUC 0.828 3，95%CI 0.761 5～0.895 0）、

CXCL10（AUC 0.798 1，95%CI 0.725 6～0.870 6）、

DNM2（AUC 0.705 5，95%CI 0.618 1～0.792 8）、

FOS（AUC 0.689 3，95%CI 0.600 7～0.778 0）、 
TCF12（AUC 0.724 2，95%CI 0.641 2～0.807 1）、

VGF（AUC 0.565 6，95%CI 0.466 0～0.665 2）、

AKAP5（AUC 0.755 7，95%CI 0.672 8～0.838 6）、

列线图（AUC 0.928 9，95%CI 0.882 9～0.974 9）。 
所有基因对 AKI 总体均展现出较高的区分性能，但

构建的列线图分类价值最高，说明筛选得到的基因

通过整体调控对 AKI 进展起到最为关键的作用，可

能作为 AKI 治疗的潜在干预靶点。

3 讨 论

AKI 是一组异质性疾病，其特征为肾小球滤过

率突然降低，表现为血肌酐水平升高或少尿［19］。

AKI 常见病因主要有缺血再灌注（如手术、肾移

植）、感染（如脓毒血症、败血症）、自身免疫

病（如急进性肾小球肾炎、系统性红斑狼疮）、

服用药物（如非甾体抗炎药、造影剂）等［20］。研

究发现，一些基因及其分子表型在 AKI 的损伤修

复过程中扮演着关键角色，如原癌基因 JUN、原癌

基因 FOS、血红素加氧酶 1（heme oxygenase 1，
HMOX1）、CXCL1 等基因均参与了缺血再灌注引

起的 AKI，透明质酸合酶 2（hyaluronan synthase 2， 

HAS2）、Myoferlin（MYOF）、磷脂磷酸酶相关

蛋白 1（phospholipid phosphatase related protein 1， 
PLPPR1）、 醌 型 二 氢 蝶 啶 还 原 酶（quinonoid 
dihydropteridine reductase，QDPR）、Sideroflexin 1
（SFXN1）等基因与早期肾移植后发生 AKI 有关，

c-Myc、鼠双微体基因 2（murine double minute 2，
MDM2）等基因在顺铂引起的 AKI 中发挥重要作

用［21-23］。随着微阵列技术和高通量技术的发展，利

用多种生物信息学和系统生物学工具探索 AKI 的
病理生理、基因调控机制及潜在治疗靶点成为当前

的研究热点［24-25］。尽管传统生物信息学方法成熟

度高、模型算法多样，但多数集中于单因素分析，

难以捕获基因间及基因与生物学通路间的非线性 

图 5 基于最终筛选的关键基因的列线图构建与评估

Fig 5 Construction and evaluation of nomogram based on final screened key genes
A: Construction and evaluation of nomogram based on 7 screened genes; B: Nomogram classification instance and the corresponding 

probability based on screened genes (*P＜0.05, **P＜0.01); C: The calibration curve of the constructed nomogram. CXCL10: C-X-C 

motif chemokine ligand 10; DNM2: Dynamin 2; TCF12: Transcription factor 12; VGF: VGF nerve growth factor inducible; AKAP5: 

A kinase anchoring protein 5; AKI: Acute kidney injury; Pr: Predicted probability.
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关联。

PasNet 是一个基于通路的深度神经网络，它通

过多层网络层捕捉基因和通路的等级效应及建模

基因与通路间、通路与通路间的非线性关联识别

与临床结果最相关的生物通路和基因集合，适用于

大规模、高维异质的转录组数据分析，在多形性胶

质母细胞瘤高通量数据的预后预测中已取得令人

鼓舞的初步成果［10］。本研究提出了基于 PasNet 修
改的通路关联深度神经网络，对 AKI 转录组数据集

GSE30718、GSE37838、GSE53769、GSE108113、
GSE125779、GSE99325、GSE174020 进行合并用

于通路关联深度神经网络的 5 折交叉验证，识别

出不同病因 AKI 中发挥重要作用的前 10 个生物通

路，利用 SVM、RF、LASSO 和 XgBoost 算法筛选

和选取上述通路的重要基因作为候选基因，将上

述 4 种算法输出的交集所得的 7 个基因（CD86、
CXCL10、DNM2、FOS、TCF12、VGF、AKAP5）
作为不同病因 AKI 共同的关键基因。上述部分基

因已被证实参与 AKI 的发生与发展，如 CD86、
CXCL10、FOS、VGF。CD86 是一种中心共刺激

基因，主要在抗原递呈细胞表达，如 M1 型巨噬细

胞、树突状细胞、T 淋巴细胞等［26-27］。研究表明肾

脏缺血再灌注损伤能够诱导 CD86 免疫表达，在缺

血性损伤过程中，肾小管上皮细胞产生多种细胞因

子，诱导巨噬细胞迁移并表达促炎表型如 CD80、
CD86［28］。在免疫介导的肾小球疾病如急进性肾小

球肾炎中，炎症性 CD4＋ T 淋巴细胞与近端肾小管

上皮细胞密切接触，表达促炎表型 CD86 并驱动肾

脏炎症和组织损伤［29］。

CXCL10 属于 C-X-C 趋化因子亚家族成员，

主要在 T 淋巴细胞、中性粒细胞、单核细胞、成

纤维细胞等细胞中表达，主要功能为抑制内皮细

胞增殖、诱导内皮细胞凋亡和抑制血管生成［30］。 
在肾移植排斥反应中，移植肾间质细胞可分

泌 CXCL10，募集 T 淋巴细胞至移植肾并放大

免疫应答，造成移植肾急性损伤［31］。一项早期

研究显示，CXCL10 在抗基底膜肾小球肾炎中

明显上调［32］。Ho 等［33］研究发现，心肺转流术

（cardiopulmonary bypass，CPB） 后 AKI 患 者 的

CXCL10 上调，其可能机制是 CPB 期间释放的趋

化因子和细胞因子通过募集炎症细胞造成缺血性肾 
损伤。

FOS 是即早期基因家族成员，主要参与各种细

胞活动如增殖、分化、存活、代谢、缺氧、血管生

成、类固醇生成和前列腺素产生等［34］。FOS 可直

接干扰炎症细胞因子如 TNF-α、IL-6 和 IL-1β 的转

录并诱导其高表达，通过结合炎症细胞因子的启动

子来促进 AKI 的发生［35］。

VGF 是一种神经营养素诱导的基因，主要表达

于大脑特别是下丘脑和海马，周围组织如肾上腺和

胰腺，以及胃肠道的肌间神经丛和内分泌细胞［36］。

Kim 等［37］研究发现，VGF 作为一种应激反应基因，

在缺血性、肾毒性和横纹肌溶解相关的肾损伤过程

中上调。

DNM2、TCF12、AKAP5 在 AKI 的 基 因 调 控

机制中研究较少。DNM2 高表达与蛋白尿性肾病

有关，其可能机制为 DNM2 作用于肾小球足细胞

足突导致结构变化从而引起蛋白尿［38］；TCF12、
AKAP5 多被报道为与急性淋巴细胞白血病、前列

腺癌、胃肠道间质瘤及卵巢癌等多种恶性肿瘤的发

生和预后相关［39-40］，与肾脏病的关系目前尚未见

报道。这些基因的具体分子机制需在实验研究中进

一步探究。

尽管筛选的每一个基因均为高 AUC 的关键基

因，并在 AKI 发展与调控中发挥重要作用，可作为

AKI 潜在的治疗靶点，但 AKI 转录组数据中个体基

因的表达水平仍可能存在差异且具有较大的随机波

动性，这使得基于个体基因的贡献和作用不那么精

确，我们更倾向于开发一个全面的 AKI 分类模型以

验证筛选的共同基因间的互相调控和整体作用，弥

补单个基因的缺陷。本研究基于 7 个筛选的关键基

因建立了 LASSO 模型，在测试集和外部验证集的

AUC 分别为 0.940 4 和 0.944 4，对 AKI 有良好的

分类性能。

本研究存在以下优势：（1）基于转录组学数

据构建 AKI 表达数据大样本，通过结合深度神经网

络和综合机器学习算法的框架提高了筛选不同病因

AKI 共同关键基因的准确性，基于基因建立了准确

的、可靠的 LASSO 模型，阐释了筛选出的每个基

因的贡献和整体性能。（2）通过综合人工智能算

法识别的基因可能是不同病因 AKI 共同的关键基

因，作为潜在的治疗靶点，有望改善 AKI 治疗结果

和指导个体化治疗策略。（3）通过免疫细胞浸润

分析研究了 AKI 免疫微环境的变化以及识别的基
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因与免疫细胞的相关性，并通过列线图直观展示了

基因对 AKI 的影响程度。下一步，我们将通过动物

实验验证筛选的关键基因在 AKI 进展中的作用。

本研究仍存在一定的局限，如在 GEO 中选用

数据时未纳入测序数据，有关 AKI 的测序数据相对

较少，导致所选数据未涵盖所有病因的 AKI 等。

综上所述，人工智能算法能从海量生物信息的

数据中精准识别与疾病进展、预后相关的关键信

息，分析出内在基因调控通路，为研究疾病的发病

机制和潜在的治疗靶点提供了一种新策略。尽管本

研究的人工智能算法有待改进，但为未来 AKI 转录

组学研究提供了参考方向，促进了人工智能技术在

AKI 疾病探索领域的发展。
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